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Abstract
The neural networks have been used successfully in many types of prediction problems because
they are capable of modeling and predicting time series linear and nonlinear with a high degree
of accuracy, capturing any kind of interrelation between the data and do not require knowledge
prior to the problem that is being shaped.

This research focuses on evaluating the capability of showing the artificial neural networks in the
prediction of time series, studying two sets taken from the field of industry: Monthly Electricity
Generation and Consumption of Natural Gas Monthly. The neural network models obtained
should be able to predict the next period, according to past periods.

The results obtained in each series realize the great ability of the neural networks used in the
prediction of time series, yielding an average absolute percentage error of prediction less than
3% in the series Monthly Electricity Generation and less than 5% in the series Consumption of
Natural Gas Monthly.
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Resumen
Las redes neuronales han sido utilizadas exitosamente en muchos tipos de problemas de
prediccion debido a que son capaces de modelar y predecir series de tiempo lineales y no lineales
con un alto grado de precisién, capturar cualquier tipo de interrelacién entre los datos y no
requieren de conocimiento previo del problema que se esta modelando.

Esta investigacion se centra en evaluar la capacidad que presentan las redes neuronales
artificiales en la prediccién de series de tiempo, estudiando dos series tomadas del campo de la
industria: Generacion de Electricidad Mensual y Consumo Mensual de Gas Natural. Los
modelos de redes neuronales obtenidos deben ser capaces de predecir el siguiente periodo de
acuerdo a periodos pasados.

Los resultados obtenidos en cada serie dan cuenta de la gran capacidad que tienen las redes
neuronales aplicadas en la prediccién de series de tiempo, obteniéndose un error absoluto medio
porcentual de prediccion inferior al 3% en la serie Generacion de Electricidad Mensual e inferior
al 5% en la serie Consumo Mensual de Gas Natural.
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1 INTRODUCCION
La prediccion de series de tiempo o prediccion de series temporales es un area de investigacion
de mucho interés que estd en desarrollo desde hace varias décadas. En especial, en las Gltimas
tres décadas ha aumentado el interés en esta area dado el progreso en las Tecnologias de
Informacion (TI), especificamente las mejores capacidades de procesamiento por parte de los
computadores, lo cual permite realizar calculos complejos en algunos minutos o incluso en
algunos segundos. Este aumento de interés se ve reflejado por la diversidad de sus aplicaciones
en diferentes disciplinas variando desde la economia a la ingenieria, donde la prediccion de
series de tiempo es un campo de investigacién activo e importante actualmente y se estima que
lo continuara siendo en el futuro [1].
La prediccion de series de tiempo considera la hipétesis que dado un conjunto discreto de datos
con respecto al tiempo y correspondientes a un mismo fendmeno, los valores futuros son
dependientes de los valores pasados, es decir, buscando en los valores pasados de una serie de
tiempo se puede predecir su comportamiento en el futuro.
La gran importancia que tiene el llevar a cabo predicciones precisas de los valores futuros, hacen
necesario dedicar recursos en la investigacion para la obtenciéon de herramientas de prondsticos
mas exactos. Una prediccion mas precisa en la demanda de un producto permitira optimizar la
cadena de abastecimiento y de esta forma tener en stock la cantidad necesaria para vender sin
perder ventas ni tampoco almacenar en bodega productos que no seran necesarios. Una mejor
prediccion del consumo de electricidad para una region es vital dado que ayudara en la toma de
decisiones sobre qué cantidad producir para un lugar determinado en un periodo especifico,
utilizando los recursos energéticos necesarios minimizando costos operacionales para las
estaciones eléctricas. De la misma forma, una prediccion precisa de los indices bursatiles en el
futuro permitird tomar decisiones sobre la venta o compra de acciones en el momento exacto.
Existen muchos ejemplos de series temporales que han sido objeto de analisis para predecir los
valores futuros, principalmente en las areas de la ciencia, finanzas, comercio e industria.
Durante las ultimas décadas se han utilizado principalmente métodos estadisticos clasicos para
realizar la prediccion de series de tiempo, siendo los métodos de Holt-Winters (1960) y Box y
Jenkins (1976) los mas utilizados. Estos métodos son faciles de desarrollar e implementar y
relativamente faciles de comprender e interpretar [11]. Pese a que se obtienen resultados
satisfactorios aplicando estos métodos a series de tiempo lineales, al utilizarlos en series no
lineales, las cuales son comunes en situaciones del mundo real, presentan limitaciones porque no
son capaces de capturar las relaciones no lineales de los datos.
Dado que muchas de las series de tiempo que son de interés de analisis tienen una naturaleza no
lineal, se hace necesario utilizar otras técnicas fuera de las clasicas para realizar la prediccién de
éstas y asi obtener modelos mas eficientes. En los Gltimos afios las Redes Neuronales Artificiales
(RNA) han sido exitosamente aplicadas como herramienta en la prediccion de series de tiempo
en un amplio rango de problemas en areas de comercio, industria y ciencia [1]. Las RNA son una
rama de la Inteligencia Artificial que consiste en el aprendizaje y procesamiento automatico,
inspirado en la forma en que funciona el sistema nervioso biologico. El objetivo de la utilizacion
de RNA es conseguir respuestas similares a las que es capaz de dar el cerebro, que se
caracterizan por su generalizacion y robustez. Las RNA son Utiles en la prediccion de series de
tiempo dado que a diferencia de los métodos estadisticos clasicos, son capaces de capturar las
relaciones lineales y no lineales entre los datos debido a su estructura no lineal que permite un
modelo con més grados de libertad.

2 FORMULACION DEL PROBLEMA
El objetivo general de esta investigacion es evaluar la capacidad de las Redes Neuronales
Acrtificiales como herramienta de prediccidn, mediante el analisis de distintas configuraciones,
utilizando el tipo de Red Neuronal mas comunmente utilizado en problemas de prediccion:
Perceptron Multicapa y los algoritmos de aprendizaje Backpropagation y Resilient Propagation.



- Neurona biologica

Las neuronas biologicas son células nerviosas que constituyen los elementos primordiales del
sistema nervioso central. Una neurona es capaz de recibir informacion desde miles de otras
neuronas, procesarla y luego generar una nueva informacion que enviara a otras neuronas con las
que estd conectada. Se estima que el cerebro estd compuesto por mas de diez billones de
neuronas y que cada una esta conectada a mas de diez mil neuronas. Una neurona bioldgica esta
compuesta de: cuerpo celular o soma, axén y multiples dendritas, como se muestra en la Figura
2.1.
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Figura 2.1: Esquema de una neurona bioldgica

- Neurona Artificial
Una neurona artificial o procesador elemental es una abstraccion de una neurona bioldgica que
opera como una unidad de procesamiento de informacion que es fundamental para la operacion
de una red neuronal. Una neurona artificial estd compuesta de: un conjunto de entradas, un
conjunto de pesos sinapticos, un “cuerpo celular” y una salida como se muestra en la Figura 2.2.
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Figura 2.2: Esquema de una neurona artificial

- Redes Neuronales Artificiales
Una Red Neuronal Artificial (RNA) es un paradigma de procesamiento de la informacion que es
inspirado en el modo en que un sistema nervioso bioldgico, como el cerebro, procesa la
informacion. Una RNA est4d compuesta por un conjunto de neuronas artificiales o procesadores
elementales, los cuales interconectados de alguna manera trabajan para obtener la solucion de un
problema especifico. En la literatura existen diversas definiciones para una RNA pero una de las
mas certeras con el propdsito de resumir su todo es la siguiente:
‘Una Red Neuronal es un conjunto de procesadores elementales interconectados, no lineal ni
estacionario, que realiza al menos alguna de las siguientes funciones: Aprendizaje,
Memorizacion, Generalizacion o Abstraccion de caracteristicas esenciales, a partir de un
conjunto de ejemplos” [12]
En el estudio de las RNA deben considerarse tres aspectos fundamentales: La arquitectura, el
aprendizaje y la capacidad de generalizacion de la red [13].



a) Arquitectura de red
El término arquitectura de la red esta relacionado con el disefio estructural de la red y busca
determinar los siguientes elementos: la cantidad de entradas y salidas, la cantidad de nodos
ocultos, la funcién de red y de activacion asociada a cada nodo, la forma en que los nodos estan
interconectados, la direccion que sigue la informacion, y la seleccion de un conjunto de datos
adecuado para realizar el entrenamiento y la validacion del modelo obtenido.
b) Aprendizaje
El aprendizaje o entrenamiento es el proceso en el cual los pesos sindpticos de la red son
ajustados con el objetivo de capturar la informacion que se presenta, y de esta forma obtener
respuestas adecuadas. Este proceso basicamente consiste en la presentacion de un conjunto de
datos, conocido como conjunto de patrones de entrenamiento, un nimero determinado de veces,
conocido como ciclos, hasta que se produzca uno de los siguientes eventos:
= Elerror entre la salida de la red y la deseada alcance un valor aceptable.
= Se alcance el nimero maximo de ciclos.
El aprendizaje se lleva a cabo mediante el uso de algoritmos de entrenamientos.
c) Capacidad de Generalizacion
La capacidad de generalizacion de una red tiene relacion con la recuperacion de la informacion
que es almacenada en los pesos de las conexiones durante el entrenamiento, evaluando los
resultados con un conjunto de datos diferente del utilizado en el proceso de aprendizaje, en el
que pueden existir patrones diferentes. Se espera que cuando se presenten patrones que no han
sido ensefiados a la red, ésta sea capaz de entregar una respuesta cercana a la deseada. Mientras
mas precisa es la respuesta entregada por la red, mas capacidad de generalizacion tendréa ésta.
Para que una red neuronal sea capaz de generalizar de buena forma es necesario contar con un
conjunto de datos de entrenamiento suficientemente representativo de la globalidad del problema
en cuestion.
3 Solucidn del Problema
La aplicacion de Redes Neuronales Artificiales a la prediccion de series de tiempo se realiza en
esta investigacion de acuerdo a las siguientes etapas: Busqueda de las variables de entrada,
preparacion del conjunto de datos, creacion de la red, entrenamiento, validacion y calculo de los
factores de comparacion.
3.1 Busqueda de las variables de entrada
Esta etapa tiene como objetivo identificar los retrasos o rezagos de la serie de tiempo que deben
considerarse como variables de entrada en la red neuronal.
3.2 Preparacion del conjunto de datos
Esta etapa tiene como objetivo realizar el escalamiento de los datos. El escalamiento de los datos
consiste en la normalizacion de estos en el intervalo [0, 1] .
3.3 Creacion de la red
Esta etapa tiene como objetivo determinar cada elemento que compone la arquitectura de la red.
3.4 Entrenamiento

En esta etapa se define el algoritmo de entrenamiento y los parametros de configuracion propios
de éste. Se consideran dos algoritmos de entrenamiento supervisado, que ajustan los pesos
sinapticos mediante la minimizacion del error: Backpropagation y Resilient Propagation.

3.5 Validacion
Esta etapa tiene como objetivo realizar la validacion del proceso de aprendizaje de la red. Se
presenta a la red el conjunto de datos seleccionados para este fin y se obtienen los valores de la
prediccion del siguiente periodo para cada patrén de datos.

3.6 Calculo de los factores de comparacion

El objetivo de esta etapa consiste en calcular los factores que seran utilizados en el analisis de los
resultados al comparar los distintos modelos de redes neuronales obtenidos y elegir la mas
efectiva en la prediccion de una serie de tiempo especifica. Para llevar a cabo esta tarea se
obtienen los siguientes factores: Error Absoluto Medio Porcentual (EAMP), Coeficiente de correlacion
(R), Representacion grafica de las series, Representacion gréfica del EAMP.



Anélisis de los Resultados
En esta seccion se describen los resultados obtenidos al aplicar la metodologia propuesta en el
punto anterior a la prediccion de series de tiempo. Como parte de esta investigacion se
consideran dos series de tiempo tomadas del campo de la industria: Generacion de Electricidad
Mensual y Consumo Mensual de Gas Natural.
Se evaluan diferentes redes neuronales de acuerdo a las variables de entradas y algoritmo de
aprendizaje utilizados. La busqueda de las variables de entrada se realiza de acuerdo a los
siguientes criterios: comportamiento de la serie y periodos sucesivos correspondientes a un ciclo.
Una vez que se determinan las variables de entrada se debe considerar el algoritmo de
aprendizaje para la etapa de entrenamiento, utilizdndose en primer lugar el algoritmo
Backpropagation y luego Resilient Propagation, con las configuraciones de pardmetros
correspondientes a cada algoritmo.
Al realizar la comparacion de los resultados obtenidos se intenta buscar una configuracion o
modelo en el cual se obtenga un Error Absoluto Medio Porcentual (EAMP) lo suficientemente
pequefio tanto para el conjunto de entrenamiento como para el de validacién. Ademas, mediante
el coeficiente de correlacion (R) se puede comprobar el ajuste que se produce entre los datos
entregados por la red y los datos esperados, lo cual es utilizado como un pardmetro de
verificacion de los resultados obtenidos en el EAMP.

a) Serie: Generacion de Electricidad Mensual
Esta serie temporal contiene datos sobre la generacién mensual de electricidad total en la
industria eléctrica de Estados Unidos desde Enero de 1990 a Julio de 2007. En la Figura 5.1 se
puede observar la representacion grafica de esta serie de tiempo, donde los valores se encuentran
en millones de kilowatts hora.

Generacion de Electricidad Mensual

Figura 5.1: Generacién de Electricidad Mensual
Se puede observar en la Figura 5.1 que la serie presenta una tendencia creciente y variaciones
estacionales bastante definidas.

En la Figura 5.2 se representan graficamente la serie real que corresponde a los datos esperados y
la serie prediccion que corresponde a la entregada por la red, utilizando la siguiente
configuracién en la cual se obtuvieron los mejores resultados:

0 Variables de entrada: {x(t), x(t-1), ..., x(t-11)}

o0 Algoritmo de aprendizaje: Resilient Propagation

o Ciclos de entrenamiento: 900

o0 Nodos capa oculta: 19



Serie Prediccidm v/ Serie Aeal

Figura 5.2: Generacion de Electricidad Mensual. Serie Real versus Serie Prediccion
Se observa en la Figura 5.2 que el ajuste entre las dos series es bastante bueno, lo cual es
respaldado por el EAMP de 1,719% en el entrenamiento y de 2,888% en la validacion, y el
coeficiente de correlacion R de 0,983 en el entrenamiento y de 0,949 en la validacion,
obteniendo una correlacion practicamente perfecta en el conjunto de entrenamiento y muy
cercana a 1 en el conjunto de validacion. Ademas, el EAMP permanece oscilando entre 0% y 6%
durante toda la serie de tiempo, no superando el 8% de error en su punto maximo.

Al disminuir la cantidad de datos asignados a entrenamiento desde un 80% a un 60% vy
utilizando un 40% de los datos para la validacion, se obtiene un EAMP de entrenamiento del
1,929% vy en validacion se obtiene un 2,746%. El coeficiente de correlacion R obtenido en
entrenamiento es 0,977 y en validacion se obtiene 0,940. Estos resultados indican la capacidad
que tiene la configuracion de red neuronal elegida para aprender desde un conjunto de datos
menor (60%) y mantener el EAMP de validacion, obtenido con el 20% de los datos,
considerando que se utiliza un conjunto de datos mayor (40%), donde es mas probable encontrar
patrones diferentes de los aprendidos.

Al agregar una distorsion aleatoria entre [-5%, +5%] a cada uno de los datos del conjunto
de validacion, se obtiene un EAMP de 3,459% y un coeficiente de correlacion igual a 0,917 para
el conjunto de datos mencionados. Esto indica que una vez aprendido los patrones
correspondientes al conjunto de datos de aprendizaje, la configuracion de red escogida es capaz
de generalizar en la prediccion y ser tolerante a pequefias distorsiones existentes en los datos,
manteniéndose buenos resultados no superando en un 1% la diferencia entre el EAMP para el
conjunto de validacion con distorsion y el conjunto de datos sin distorsion.

b) Serie: Consumo Mensual de Gas Natural
Esta serie temporal contiene datos sobre el consumo mensual de gas natural en Estados Unidos
desde Enero de 2001 a Agosto de 2007. En la Figura 5.4 se puede observar la representacion
grafica de esta serie de tiempo, donde los valores se encuentran en billones de pies cubicos.

Consums Mensual de Cas Natural

Figura 5.4: Consumo Mensual de Gas Natural
Se puede observar en la Figura 5.4 que la serie no presenta una tendencia clara pero si
variaciones estacionales bastante definidas en el periodo de un afio, presentandose un alto
consumo en el invierno y un consumo mas bajo en verano justificado principalmente por la
temperatura.



En la Figura 5.5 se representan graficamente la serie real que corresponde a los datos esperados y
la serie prediccion que corresponde a la entregada por la red, utilizando la siguiente
configuracién en la cual se obtuvieron los mejores resultados:

0 Variables de entrada: {x(1), x(t-10), x(t-11)}

o Algoritmo de aprendizaje: Resilient Propagation

o Ciclos de entrenamiento: 900

0 Nodos capa oculta: 4

Serle Pradiccion v/s Serie Real

Figura 5.5: Consumo Mensual de Gas Natural. Serie Real versus Serie Prediccion
Se observa en la Figura 5.5 que el ajuste entre las dos series es bastante bueno, lo cual es
respaldado por el EAMP de 3,951% en el entrenamiento y de 4,447% en la validacion, y el
coeficiente de correlacion R de 0,964 en el entrenamiento y de 0,947 en la validacion,
obteniendo una correlacion muy cercana a 1 tanto en el conjunto de entrenamiento como en el de
validacion. Ademas el EAMP permanece oscilando principalmente entre 0% y 10% durante toda
la serie de tiempo y alcanza su punto maximi no superando el 17% de error.

Al disminuir la cantidad de datos asignados a entrenamiento desde un 80% a un 60% vy
utilizando un 40% de los datos para la validacion, se obtiene un EAMP de entrenamiento del
3,512% y en validacion se obtiene un 5,439%. El coeficiente de correlacion R obtenido en
entrenamiento es 0,977 y en validacion se obtiene 0,911. Estos resultados indican la capacidad
que tiene la configuracion de red neuronal elegida para aprender desde un conjunto de datos
menor (60%) y aumentar el EAMP de validacion tan sélo en un 1%, considerando que dado los
pocos datos de esta serie, un 20% de datos en la etapa de entrenamiento resulta muy significativo
siendo muy probable encontrar patrones diferentes de los aprendidos.

Al agregar una distorsion aleatoria entre [-5%, +5%] a cada uno de los datos del conjunto
de validacidn, se obtiene un EAMP de 6,023% Yy un coeficiente de correlacion igual a 0,905 para
el conjunto de datos mencionados. Esto indica que una vez aprendido los patrones
correspondientes al conjunto de datos de aprendizaje, la configuracion de red escogida es capaz
de generalizar en la prediccion y ser tolerante a pequefias distorsiones existentes en los datos,
obteniéndose una diferencia entre el EAMP en el conjunto de datos de validacion con distorsion
y el conjunto de datos sin distorsion inferior al 2%.

- Trabajos Futuros
Con el objetivo de obtener mejores resultados en la prediccion de series de tiempo mediante
Redes Neuronales, se mencionan algunas técnicas que pueden ser Utiles en la optimizacién de los
modelos neuronales enfocandose en la determinacién de los componentes de la arquitectura de
red.

a) Busqueda de las variables de entrada
Para apoyar el proceso de busqueda de las variables de entrada de la red puede ser util hacer uso
de algunas técnicas del campo estadistico como: coeficientes de autocorrelacion y anélisis de
componentes principales.

b) Seleccion de la arquitectura de red

Se puede hacer uso de otro modelo de red neuronal para la prediccion de series de tiempo, como
las Redes Recurrentes de Elman o Redes Funcion de Base Radial.



4 Conclusion
En esta investigacion se han utilizado las redes neuronales artificiales en la prediccion de dos
series de tiempo tomadas del campo de la industria: Generacion de Electricidad Mensual y
Consumo Mensual de Gas Natural.
Como parte del objetivo general de esta investigacion se ha evaluado la capacidad que tienen las
redes neuronales artificiales en la prediccion de series de tiempo, resultando efectivas en esta
tarea y demostrando que son una herramienta Util en la prediccion de series de tiempo.
Uno de los principales inconvenientes en la utilizacion de redes neuronales es la eleccion de cada
elemento de la arquitectura de red, obteniéndose en muchos casos por ensayo y error dentro de
un conjunto acotado de posibles valores. En este trabajo de titulo se evaltan algunas sugerencias
establecidas en la literatura para seleccionar estos elementos basado principalmente en el analisis
de cada serie de tiempo, obteniéndose buenos resultados.
En la serie Generacion de Electricidad Mensual los resultados que se obtienen son bastante
satisfactorios dado que el Error Absoluto Medio Porcentual al evaluar la mejor configuracion de
red neuronal es inferior al 3%, existiendo una correlacién entre la serie de datos entregados por
la red y los esperados de 0,949. Al variar la cantidad de datos utilizados en el entrenamiento
desde un 80% a un 60% los resultados obtenidos no se ven afectados siendo capaz de generalizar
en un conjunto de datos donde existe mayor probabilidad de encontrar patrones desconocidos.
Este comportamiento puede justificarse dada la tendencia y estacionalidad bastante definidad de
esta serie de tiempo y la suficiente cantidad de patrones con los que se cuenta. Al aplicar una
distorsion aleatoria entre [-5%, +5%] a los datos de validacion se produce un aumento del Error
Absoluto Medio Porcentual de menos del 1%, lo cual demuestra la capacidad que tienen las
redes neuronales de tolerar ruido en los datos.
En la serie Consumo Mensual de Gas Natural se obtiene un Error Absoluto Medio Porcentual
bastante pequefio al evaluar la mejor configuracién de red neuronal, obteniéndose un 4,447% y
un coeficiente de correlacion entre la serie de datos entregados por la red y los esperados de
0,947. Al variar la cantidad de datos utilizados en el entrenamiento desde un 80% a un 60% se
obtiene un aumento en el Error Absoluto Medio Porcentual del 1% lo cual puede justificarse
dada la baja cantidad de datos utilizados para entrenamiento. Al aplicar una distorsion aleatoria
entre [-5%, +5%] a los datos de validacion se produce un aumento del Error Absoluto Medio
Porcentual cercano al 2%, lo cual pone en evidencia la capacidad que tienen las redes neuronales
de tolerar ruido en los datos.
Al evaluar los resultados obtenidos con cada configuracion en ambas series se puede observar
que el algoritmo Resilient Propagation presenta una gran ventaja sobre Backpropagation,
obteniéndose mejores resultados y un tiempo de procesamiento bastante menor en la mayoria de
los casos de estudio.
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