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Resumen- El presente trabajo presenta una propuesta de  clasificación para manipulación de sonidos. La misma se basa en algoritmos genéticos y se halla implementada en un prototipo inicial que trabaja preliminarmente con un conjunto cerrado de sonidos. Asimismo se presentan resultados iniciales, obtenidos a manera de evaluación del modelo. Cabe aclarar que esta propuesta pretende trabajar con grupos de sonidos en general y no específicamente con archivos de voz. Tampoco se pretende realizar reconocimiento de voz ni de palabras.

I. INTRODUCCIÓN 

En este trabajo se presenta el análisis y evaluación de un prototipo de clasificación llamado FIC, basado en algoritmos genéticos (AG). Este modelo inicial permite analizar aspectos como la eficacia y performance de clasificación, como punto de partida para el desarrollo de otro modelo más completo que sepa clasificar sonidos de cualquier tipo, incluyendo o no la voz humana. 

El prototipo consta de un motor de clasificaciones evaluado con varios lotes de datos, obteniéndose una eficacia considerablemente buena para un algoritmo evolutivo. 

El resto de este trabajo se organiza de la siguiente forma: sección II los antecedentes relacionados a los AG, sección III métodos probabilísticos asociados a FIC, sección IV fundamentos matemáticos de la propuesta, sección V arquitectura del prototipo,  sección VI aplicación del motor de clasificación a la clasificación de ciertos sonidos, sección VII resultados obtenidos con una muestra, y VIII conclusiones y trabajo a futuro.

II. Antecedentes 
Los archivos de sonido comprenden una amplia gama de alternativas, desde los archivos de voz hasta la música, pasando por los ruidos. Incluyen también todo tipo de mezcla de los casos mencionados. La manipulación de los archivos de sonido presenta sus antecedentes en los sistemas de manipulación de audio musical y de voz. 

Entre los trabajos más destacados, se pueden mencionar:

-sistema integral que permite rehabilitar a personas con diferentes trastornos del lenguaje: Sistema integral para el tratamiento logopédico llamado Visual Voz [9]

-sistema de parametrización de sonidos para su reconocimiento: Análisis y parametrización de la voz como ayuda logopedia [10]

-análisis de métodos de recolección de grabaciones de sonidos: Relevamiento de colecciones de grabaciones de sonido [11]

Sin embargo, en su concepción más general, aún no se presentan antecedentes suficientemente contundentes en cuanto al tratamiento sistemático y automatizado. Es por eso que en este trabajo se plantea el desarrollo de una estrategia genérica, incorporando el uso de Algoritmos Genéticos para su tratamiento. 

Los AG pertenecen a la clase de métodos de búsqueda aleatoria. Su diferencia fundamental con los procedimientos clásicos es que los algoritmos genéticos se basan en la evolución de una familia de soluciones (denominada generación) en lugar de mejorar progresivamente una de las soluciones [1]. Fueron concebidos para resolver problemas que no pueden ser resueltos con algoritmos exhaustivos, como se el caso de los problemas con un espacio de soluciones infinito. Los algoritmos genéticos no reemplazan a los algoritmos exhaustivos sino que los complementan. 

Algunas aplicaciones conocidas de algoritmos genéticos como modelo de clasificación son: 

-clasificación de vinos: se aplican algoritmos genéticos para seleccionar las características más relevantes presentes en cromatogramas de compuestos polifenólicos obtenidos mediante un HPLC-DAD (High-Performance Liquid Chromatography / Diode Array Detector) [6]. 

-Reconocimiento de objetos 2D: clasificación de figuras en dos dimensiones [7].

-Categorización automática de documentos [8].

Para modelizar el problema se codifican los parámetros significativos del problema que intervienen en la solución con una serie de variables (xi,...,xn). A este conjunto de variables se lo denomina cromosoma. Un conjunto de cromosomas forma la denominada población del dominio del problema. Aquellos cromosomas con mejores condiciones, son los que optimizan una función de evaluación de su calidad como individuo, regularmente denominada función de fitness f(x).

Los AG son métodos sistemáticos usados en la resolución de problemas de búsqueda y optimización [3]. Para ello, se aplican los mismos conceptos tradicionales de la evolución darwiniana, tales como selección, cruza y mutación:

a) La operación de selección: consiste en la selección de determinados cromosomas de la población actual. Se toma un número de individuos de la población actual (por ejemplo podría ser de forma aleatoria) y a aquél con mayor posibilidad de supervivencia (mejor valor de fitness) se lo incorpora a la nueva población [2].

b) La operación de cruza: dos individuos son seleccionados según algún criterio y considerando sus valores de fitness. Estos dos individuos son llamados padres. Uno o más genes internos de cada uno de esos dos padres son seleccionados con algún criterio (por caso podría ser aleatoriamente), y utilizados para la generación un nuevo individuo.

c) La operación de mutación: es introducida para cambiar la estructura  de algunos individuos y así mantener la diversidad de la población, evitando así la convergencia prematura [2]. Esto conduce a que haya un mejor recorrido del espacio de soluciones.

Estos métodos son utilizados, en general, para lograr una óptima búsqueda dentro del espacio de soluciones, mediante la optimización de la función de fitness (f(x)). Esto significa, hallar (xi,...,xn) tales que f(xi,...,xn) sea óptimo. En un sentido amplio, la palabra óptimo se refiere a hallar un máximo o mínimo de cierta función. Específicamente en el caso de los algoritmos genéticos, el problema se puede plantear como la maximización o minimización de la denominada función de fitness.

La elección de una función de fitness es crítica y debe ajustarse al problema que se está resolviendo. Esta determinará la rapidez de la convergencia hacia una solución óptima. Incluso, una elección inadecuada puede no converger hacia una solución óptima y detenerse en un máximo o mínimo local del espacio de soluciones dando así una solución pobre al problema.

Un aspecto importante de los AG es la definición de un criterio sobre la terminación de la búsqueda del óptimo dentro del espacio de soluciones. Este criterio es el encargado de definir el momento en el cual debe detenerse el ciclo de evolución y adoptar el cromosoma más apto como la solución encontrada. A continuación se describen los criterios más comúnmente utilizados [4]:

a) Criterio de convergencia de identidad: Este criterio consiste en detener al algoritmo genético cuando un determinado porcentaje de los cromosomas de la población representan a la misma solución. Los operadores del algoritmo genético tienden a preservar y difundir el material genético de los cromosomas más aptos, por lo que es de esperar que luego de un gran número de generaciones, alguna solución con gran valor de aptitud se imponga y domine la población.

b) Criterio de convergencia de aptitud: Puede suceder que existan soluciones equivalentes o casi equivalentes a un problema, que obtengan valores de aptitud similares. En ese caso, es probable que no haya una solución que se imponga en la población (y el criterio de terminación por convergencia de identidad nunca se cumpla). Este criterio no espera a que la población se componga mayoritariamente de una sola solución, sino que finaliza la ejecución del algoritmo cuando los valores de aptitud de un determinado porcentaje de las soluciones son iguales, o difieren en un pequeño porcentaje. Por ejemplo, cuando el 90% de las soluciones tenga valores de aptitud que no difieran en más de un 1%.

c) Criterio de cantidad de generaciones: Los métodos anteriores apuntan a esperar a que la evolución de la población llegue a su fin. Cuando alguno de ellos se cumple, es probable que las soluciones no sigan mejorando mucho más, no importa cuantas generaciones más se ejecuten. Sin embargo, los algoritmos genéticos pueden necesitar un número de generaciones muy grande para llegar a la convergencia, dependiendo de las tasas de reproducción y mutación. Utilizando cualquiera de los dos criterios anteriores no puede estimarse un número máximo de generaciones, ya que esto dependerá no solamente de los parámetros del algoritmo genético sino también del azar. Esto puede ser un problema, sobre todo si se quieren comparar los tiempos de resolución de un problema mediante algoritmos genéticos con otros métodos [5]. El criterio de terminación por cantidad de generaciones consiste simplemente en finalizar la ejecución una vez que ha transcurrido un número determinado de generaciones. Este método permite determinar con precisión los tiempos de ejecución del algoritmo a costa de detener la evolución sin la certeza de que las soluciones no seguirán mejorando. 

Específicamente hablando del método de clasificación que se desarrolló en FIC, éste combina las operaciones de algoritmos genéticos con métodos probabilísticos. Por un lado se utilizan la reproducción, cruza y mutación para evolucionar la población inicial a una que optimice la función de fitness. Por el otro lado, el proceso evolutivo es dividido en generaciones, y el aprendizaje logrado en cada generación es registrado en una tabla de probabilidades. En esta tabla se registra la probabilidad de que un cromosoma sea clasificado en una clase u otra. Esta es la base de conocimientos que indica, una vez aplicadas las operaciones de algoritmos genéticos, la certeza de la clasificación de cada cromosoma respecto a las clases correspondientes.

III. MÉTODO PROBABILISTICO de FIC
Se basa en el uso de una tabla de probabilidades que tiene como columnas a los posibles genes y como filas a las clases. Cada celda pij  indica la probabilidad que tiene un cromosoma C=(c1...cn), con n genes de pertenecer a la clase que se encuentra en la fila i por tener un gen con el valor que se indica en la columna j. La probabilidad que tiene un cromosoma de pertenecer a una clase se calcula como:
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 La ponderación de una clase Ti para un determinado C será la sumatoria de las probabilidades de sus n genes de pertenecer a la clase i. La clase que tenga una mayor ponderación, será la clase a la que se le asignará al cromosoma en cuestión. Esto se debe a que el modelo trabaja con un factor de certeza que nos indica la proximidad de clasificación de un cromosoma en una clase.

La construcción de la tabla de probabilidades se realiza progresivamente con la evaluación de la función de fitness en cada generación. Es la memoria del proceso. La clasificación que se obtiene empleando este método no es exacta y su precisión se mide y se detalla en la sección VI.

En la Tabla 1, se puede ver el manejo de probabilidades descrito. Contiene 5 clases diferentes y valores de genes comprendidos entre 0 y 999.

TABLA 1 

TABLA DE PROBABILIDADES APLICADA A 5 CLASES
	
	GEN

	 
	0 
	1 
	2 
	3 
	4 
	 
	999 

	Clase 1 
	.100
	.020
	.022 
	.040 
	0 
	
	.080

	Clase 2 
	.040
	.120
	.070 
	0 
	.086 
	
	.043

	Clase 3 
	.026
	0
	.201 
	.068 
	.010 
	
	.087

	Clase 4 
	.042
	.018
	.098 
	.156 
	0 
	
	.031

	Clase 5 
	.039
	.038
	0 
	.075 
	.099 
	
	.063


Se puede observar que para la clase 1, el gen con valor 0 tiene una probabilidad de 0.1, el gen de valor 1 una probabilidad de 0.02 y así sucesivamente. Es de destacar que las probabilidades están normalizadas por columna.

IV. FUNDAMENTOS MATEMATICOS

La función de fitness modelada responde a la siguiente ecuación:
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Donde i es el cromosoma en evaluación, j el gen del cromosoma, N la cantidad de cromosomas dentro de la población, M la cantidad de genes dentro del cromosoma, P la matriz de ponderaciones preestablecidas, donde pij Є [0;1] y el vector de ponderaciones del cromosoma (es decir la ponderación del conjunto de genes actual) es:


[image: image4.wmf]{

}

iM

i

i

p

p

p

,...,

1

=


Finalmente G es la  matriz de Genes correspondiente a la población actual, con gij Є DomFon
 y el vector de genes (es decir el cromosoma actual):
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Maximizar f(P,G) implica maximizar P(t).G(t) donde t es la generación cuyo grado de optimalidad se está intentando evaluar. La generación óptima (la respuesta al problema) es aquella que maximiza f(P,G) .

G(t) se genera tomando un subconjunto N de cromosomas al azar con
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combinación con repeticiones de los 1000 posibles cromosomas tomados de a N.

P(t) es la ponderación en la generación t para los genes asociados posicionalmente, se determina en función de P(t-1), y es proporcional a la probabilidad de que este gen sea determinante para la clasificación.

Cada coordenada de P(t) es un número entre 0 y 1, y que, en la generación 0, se lo considera arbitrariamente 0,5. 

En cada generación, se calcula la media de la imagen de la función de fitness y luego se la compara con la imagen de la función de fitness de cada gen con este valor, de modo que:

pij = pij * 1.2 
sii f(pij, gij) > 1.05 * sumatoria f(Pij, Gij) / N

 N es cantidad de genes

pij = pij * 0.8 
sii f(pij, gij) < 0.95 * sumatoria f(Pij, Gij) / N

 N es cantidad de genes

pij = pij 
en otro caso

V. la arquitectura del prototipo
    El sistema implementado para llevar adelante el proceso de clasificación utiliza, dos lotes de datos preclasificados. Estos datos son utilizados por el algoritmo para aprender acerca de la forma en que se asigna una clase a un cromosoma y luego aplicar este aprendizaje en el proceso de clasificación sobre un lote que no se encuentre clasificado. En la fig. 1 se puede apreciar un esquema aproximado de este modelo descrito.
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Fig. 1.  Modelo de prototipo clasificador. Se observa un módulo Java denominado Motor, y un clasificador que usa ese motor para realizar clasificaciones e interactuar con el usuario.

Entrenamiento: El primer lote a utilizar se conoce como lote de entrenamiento, con el cual se arma la tabla de probabilidades del clasificador. Se evalúa la función f(x) para cada cromosoma del lote y, una vez transcurrida una cantidad determinada de generaciones, se obtiene un vector de ponderaciones del cromosoma que logran un valor óptimo de f(x). 

La tabla, se construye a partir de los datos preclasificados, y se va actualizando en cada generación. Cada cromosoma tiene asignada una clase. La probabilidad de que un cromosoma pertenezca a la clase que tiene asignada es 1, ya que tiene un grado de certeza del 100%. Inicialmente, la tabla se encuentra vacía. Al analizar un cromosoma, se considera que cada gen tiene una probabilidad de 1/n de determinar que el cromosoma que lo contiene es de la clase que tiene asignada. Suponiendo que un cromosoma (0, 1, 3, 4, 999) está clasificado como clase 7, la tabla sería como la Tabla 2.

TABLA 2 

	
	GEN

	
	0 
	1 
	2 
	3 
	4 
	 
	999 

	Clase 7 
	.200
	.200
	.000 
	.200 
	.200 
	
	.200


Estos valores se van actualizando, como se comentó anteriormente, con los siguientes cromosomas que haya en el lote. La probabilidad de cada gen es afectada por el vector de ponderación del cromosoma, el cual es calculado en el proceso de clasificación. Este vector de ponderaciones cumple una labor fundamental al momento de clasificar un cromosoma, ya que indicará cuáles genes son determinantes. Si un cromosoma (0, 1, 2, 999, 4) tiene un vector de ponderaciones asociado (0.500, 0.500, 0.100, 0.001, 0.650), su probabilidad de pertenecer a la clase 7 se calcula de la siguiente manera:

0.200*0.500 + 0.200*0.500 + 0.000*0.100 + 0.200*0.001 + 0.200*0.650 = 0.330

Esto indica que la probabilidad de que el cromosoma (0, 1, 2, 999, 4) sea clase 7 es de 0.330 (33%). 

Validación: El segundo lote, denominado lote de evaluación, es utilizado para realizar ajustes en la tabla de probabilidades previamente generada. A cada cromosoma del lote, se lo hace evolucionar en una cantidad predeterminada de generaciones para obtener sus ponderaciones correspondientes que optimicen f(x). Utilizando estos datos se obtendrá a qué clase pertenece el cromosoma por medio de la tabla de probabilidades. Si se detecta que la clasificación fue errónea, se procederá a modificar dicha tabla para conseguir una mejora en las futuras clasificaciones.

El resultado del aprendizaje que se obtiene con los dos lotes de datos queda plasmado en la tabla de probabilidades. Esta tabla es fundamental para clasificar cromosomas no clasificados; es el motor de clasificación.

VI. Aplicación del motor de clasificación 

Para aplicar el motor de clasificación en este contexto se decidió acotar el conjunto de sonidos a clasificar. Como primera experiencia, se establecieron como sonidos válidos a aquellos que representan la lectura oral de las letras del abecedario y a los números del 0 al 9. Cada letra del abecedario, así como cada número de un dígito, representa una clase. Por ejemplo, la letra A pertenece a la clase 1 y la letra B a la clase 2. 

El siguiente paso fue generar los lotes de datos. Se utilizó un micrófono y se grabaron los sonidos en archivos WAV con formato PCM 8.000 KHz, 8 bits, Mono. Para convertir estos archivos de sonido en datos legibles por el clasificador, se desarrolló un módulo de preprocesamiento en lenguaje Java. El resultado de este proceso de conversión es un vector de números enteros entre 0 y 255 por cada sonido. Los genes de cada cromosoma inicialmente obtenido (aproximadamente 1200 genes), se promediaron en grupos de tres genes, reduciendo la cantidad de genes promedio a 400. 

Para entrenar al motor se utilizaron veinticinco lotes de datos. Estos corresponden a los archivos de audio grabados por personas de ambos sexos y con un rango de edades que está comprendido entre 24 y 50 años. Esta diversidad de sonidos produce una gran variedad de valores de genes, haciendo que el clasificador se entrene mejor y pueda clasificar nuevos sonidos con mayor precisión. 

La única adaptación necesaria al prototipo FIC recae en el parámetro que establece la cantidad de genes que tiene cada cromosoma. Al inicio de la investigación se estableció arbitrariamente este parámetro en 5, pero en el contexto de la aplicación de estos sonidos generados resultó insuficiente. 

VII. resultados 
La prueba del modelo se realizó con grabaciones de 28 personas. La población se compuso con un 50% de cada sexo. La edad de los voluntarios es del 50% entre 20 y 30 años, y 50% entre 30 y 50 años.

El proceso de grabación de sonidos se realizó con un micrófono estándar conectado directamente a la computadora utilizando la grabadora de sonidos. Los sujetos grabaron todo el abecedario y los números del 0 al 9 de una sola vez. . Estos sonidos fueron separados en archivos de sonidos individuales y normalizados por un proceso de conversión de señales sonoras a números para que puedan ser entendidos por el motor de clasificación. Los archivos así obtenidos fueron procesados por el motor de clasificaciones.

El resultado de la clasificación, luego de varias ejecuciones, se mantuvo en el orden del 3% y 5% de error, con una duración de ejecución de cinco minutos promedio.

Vale decir que, en base a los resultados experimentales obtenidos, incluso aumentando este parámetro 80 veces su tamaño original, la eficacia del motor de clasificación no se ve afectada debido a que generamos gran cantidad de lotes de entrenamiento, logrando así que el motor tenga conocimientos muy amplios.

Otro resultado interesante es que la mayor diferencia entre los modelos de los sonidos (es decir la codificación cromosómica), no está dada por la edad sino por el sexo. Esto podría deberse a que las voces femeninas tienen una amplitud bastante menor y por consiguiente producen menor cantidad de genes en cada cromosoma.

VIII. conclusiones y trabajo a futuro.
Los AG son útiles, principalmente, cuando el espacio de soluciones es infinito y por ende no se pueden aplicar los algoritmos exhaustivos. La solución que se obtiene, en caso de existir, tiene un grado de incertidumbre relativamente alto y esto se debe a que los AG no exploran todas las posibilidades sino que buscan diferentes caminos para encontrar una solución en un período de tiempo e intentos acotado. 

La potencia de los AG radica en la capacidad de aprendizaje y la convergencia hacia soluciones consideradas buenas, según el contexto de aplicación lo que constituye la principal habilidad que se pretende aprovechar en FIC, a fin de poder aprender constantemente la manipulación de nuevos archivos.

Al realizar las pruebas se detectaron diferencias notorias entre las amplitudes de los sonidos de las mujeres y de los hombres, con lo cual al procesar los archivos de sonidos se pierden genes. Además, como el motor de clasificación no tiene en cuenta la posición de los genes dentro del cromosoma, le resulta equivalente un sonido que se reproduzca en el orden original o en el inverso. Esta falta de consideración de la posición de los genes tiene ventajas como el hecho de que no importa en qué momento temporal varía la frecuencia del sonido sino que sólo importan los valores representativos que se obtienen de cada sonido.

Son numerosas las extensiones y estudios a partir de este punto:

-Modificación del procesamiento de los archivos de sonidos para minimizar las diferencias entre los sonidos grabados por hombres y mujeres.

-Ajuste de la función de fitness para que en vez de buscar maximizar o minimizar la función de fitness, se busquen los valores de cada gen y ponderación que hacen converger al cromosoma a un intervalo de valores determinado a priori. 

-Análisis cualitativo de la efectividad de la clasificación a través de una aproximación de mínimos cuadrados, ya que actualmente se está haciendo un análisis cuantitativo.

-Desarrollo de un entorno gráfico que muestre los valores intermedios del proceso de clasificación y permita correr varias instancias del motor, pudiendo variar parámetros de clasificación para realizar una comparación en línea.

-Medición de tamaños de cromosomas para distintos tipos de sonidos además de la voz humana (música y ruidos) en forma paralela y combinada. También sería interesante analizar si existe una diferencia contundente en cada caso.

-Confirmar el nivel de significación en la diferencia cromosómica entre sexos.
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� DomFon es el dominio de fonemas, actualmente un entero positivo de tres dígitos o cero.
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