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RESUMEN

La mortalidad y las predicciones del crecimiento de los casos de covid-19 son importantes para
las decisiones en el mundo de la salud, las empresas y las personas que vivieron con la
pandemia. Esta labor predictiva es un desafio debido a la evolucion del virus, los datos acotados
y las respuestas basadas en evidencias de lo vividos en los Gltimos 3 afios. Se define un modelo
de serie temporal bayesiano basado en un algoritmo de bosque aleatorio dentro de un modelo
compartimental epidemioldgico SIRD, aplicado en una automatizacion de Machine Learning,
que provee predicciones de COVID-19 a través de précticas fundamentadas. El primer modelo
mencionado, ajusta una curva especifica de la distancia de la velocidad (primera derivada) del
recuento de casos acumulados (operacion de acotamiento), estos datos son transformados
logaritmicamente (prolongacion de datos en laso de tiempo), a través de 3 ubicaciones en el
territorio Argentino e incorporando informacion previa, sondear y obtener una reparticion
posterior, con el fin de proyectar las trayectorias de los casos de infecciones, muertes y
recuperados. EI modelo compartimental usa esta distribucién, predice muertes por medio del
algoritmo Random Forest, en base a los datos obtenidos del dataset raiz, lo que genera
estimaciones de intervalos y muertes en 3 zonas de Argentina con proyecciones diarias. Se
evalUa el modelo entrenandolo en periodos progresivos durante de la pandemia y calculando su
precision predictiva en prondsticos de 15 dias, para las etapas del modelo; 3 meses para el
algoritmo Random Forest; y 4 meses para el algoritmo Bayesiano. La variacion sustancial en las
trayectorias pronosticadas y la incertidumbre asociada en el epicentro de la pandemia, estas
trayectorias se ilustran en una representacion de datos, en tres ubicaciones: Buenos Aires,
CABA, Cordoba. La precision y conteo de este modelo COVID-19 ofrece predicciones

confiables y estimaciones de incertidumbre para la trayectoria actual de la pandemia.

Keywords: Dataset, Machine Learning, Algoritmo de Bosque, Teorema Bayesiano, Modelo

Compartimental SIRD.



1. INTRODUCCION

La rapida propagacion del virus SARS-CoV-2 ha precipitado una epidemia sanitaria mundial,
generando muerte e infectando a un alto porcentaje de humanos. Las entidades de Estado de
todo el mundo han intervenido sin precedentes a reducir la propagacion y la letalidad del virus.
Estas mediaciones se han basado en gran medida en las predicciones de mortalidad y el aumento
exponencial de los casos de COVID-109.

Los modelos de prediccion de COVID-19 se pueden clasificar en varias ramas de la
epidemiologia, nos copete seleccionar los modelos mateméticos que simulan enfermedades
dentro de una poblacion o modelos estadisticos que ajustan una funcion a los datasets
observados y se extrapolan con una vision de resultados. Se plantean las caracteristicas de
ambos tipos de modelos. Por lo general de los modelos de COVID-19 son modelos
compartiméntales (Li R, Pei S, Chen B, Song Y, Zhang T, Yang W, 2020) (Prem K, Liu Y,
Russell TW, Kucharski AJ, Eggo RM, Davies N, 2020) (Walker PG, Whittaker C, Watson O,
Baguelin M, Ainslie K, Bhatia S, 2020) [1-3], un modelo matematico utilizado por
epidemiologos para simular epidemias de enfermedades infecciosas durante mas de un siglo.
Los modelos compartiméntales dividen una poblacién en compartimentos mutuamente
excluyentes que denotan el estado de la enfermedad a través de variables de entrada y salida,
estas proporcionan un conjunto de ecuaciones diferenciales que definen el flujo de la poblacién
entre los compartimentos (Lin Q, Zhao S, Gao D, Lou Y, Yang S, Musa SS, 2020) [4].
Tradicionalmente reciben el nombre de sus compartimentos con los modelos SIRD (susceptible-
infeccioso-recuperado, muerte) (Mandal S, Bhatnagar T, Arinaminpathy N, Agarwal A,
Chowdhury A, Murhekar M, 2020) [5] y SEIR (susceptible-expuesto-infeccioso-recuperado)
como ejemplos clasicos.

En un modelo compartimental de enfermedades infecciosas, S(t) es el niamero de individuos

susceptibles en el tiempo t (velocidad de propagacion), y las nuevas infecciones estan



representadas por el flujo de individuos fuera del compartimento S. Esto se rige por la primera
derivada de S(t) con respecto al tiempo, dS(t)/dt. Los modelos clésicos SIR y SIRD expresan
esto como proporcional al producto de S(t), I(t), D (t dx) y una constante de velocidad p.
1.1. ALCANCE
La proyeccion principal del presente estudio es priorizar los casos de infecciones y
muertes de COVID-19 implementando una composicion de aprendizaje automatico para
asimilar funciones de transicion, a un modelo compartimental y métodos analiticos de
datos (Bayesianos- Forrest). Demostrando la velocidad de los casos acumulativos
logaritmicos como un objetivo importante para predecir el crecimiento de los casos y
proponer un modelo de serie programado de tiempo bayesiano que proporciona
trayectorias especificas del punto que se extrapolan correctamente dentro de un modelo de
probabilidad general, incluida la cuantificacion de la incertidumbre y el ajuste del error.
Usamos un algoritmo de bosque aleatorio para la funcién de transicién de muerte, aprende
la relacion entre los casos de COVID-19 vy las caracteristicas de la poblacion funcionales a
través del podado del algoritmo Forest.
En este modelo, dividimos infecciones en dos clases: (i) personas que superaron los
sintomas; (ii) individuos que presentan sintomas confirmados, es decir, infecciones
respiratorias y contacto, estas son valoradas como casos positivos.
Estas dos clases de infeccidn tienen tasas de transmision separadas: b, la transmisién tasa
debida a individuos infectados y documentados; y mb, la tasa de transmision debido a
personas que no superaron los sintomas, este Ultimo se reduce por un factor m (divisor de
transmision).
Sin embargo, este es un modelo conceptual preliminar, con la finalidad de fundamentar las
bases de datos para futuros estudios de modelado, pudiendo ajustar facilmente nuestro
modelo para que los resultados estén en actuales con estudios previos.
1.2. CONTEXTO DE INVESTIGACION

Las observaciones de los individuos Covid-19 que convivieron con la cuarentena es un



proceso esencial para llevar a cabo esta investigacién, por tal motivo permite mantener
actualizada la problematica que vive el planeta con respecto a la salud de los pacientes y
la evolucion de la enfermedad. Todo el seguimiento debe estar canalizado y escalado de
acuerdo con el avance de los contagios con respecto a las muertes, permitiendo actuar
pronto de acuerdo con la valoracién predictiva de cada individuo y generar una
informacidn solida sobre las predicciones y focos de contagio.

En la informacién descrita a lo largo del presente documento ofrece un marco de proyecto
de Datos Informaéticos, siendo apoyados por la data del Ministerio de Salud del Gobierno
Nacional de Argentina. El proyecto se titula ‘Celeridad de la pandemia: pronostico de
covid-19 en argentina aplicando un modelo compartimental de aprendizaje automatico
sird estructurados por algoritmos predictivos, bayesiano y agrupamiento’, integrando un
conjunto particionado de soluciones y evidencias que permitan controlar por medio de la
programacion una accién rapida de identificar la problematica y disponerla para préximas
epidemias con base a algoritmos predictivos y epidemioldgicos.

El objetivo final de la investigacion es: ‘Incrementar la efectividad del proceso a los
individuos con Covid-19 con variantes evolucionadas con respecto a la transicion de la
virosis, ya sean muertes, recuperacién, cambio de variante medica’. Estos casos recaen en
escenarios probables o supuestos que dependeran de una serie de constantes que se
ajustaran dependiendo del modelo/resultado de programacién a implementar. De por
medio se proporcionan plataformas analisticas y predictivas que integren diferentes
fuentes de algoritmos con respecto al tratamiento de los datos, incluyendo la informacion
comparativa por otros paises y considerar siempre que los modelos referentes en la
investigacion pueden proveer una analitica de datos, relevante a las simulaciones
automaticas, desplegadas a partir de los datos inyectados. Es posible encontrar modelos
mas completos y mas optimizados para esta investigacion, pero al considerar una
problemética evolutiva y dependiente de una variante, se valida la implementacion de los

algoritmos que ser&n mencionados y detallados en los proximos capitulos de la
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investigacion.

1.3. PLANTEAMIENTO DEL PROBLEMA.

En diciembre de 2019, aparecié en Wuhan, China, el sindrome respiratorio agudo severo
coronavirus 2 (SARS-CoV-2), la nueva variante del coronavirus. Desde entonces, la
ciudad de Wuhan ha tomado medidas sin precedentes en respuesta al brote, incluidos
cierres prolongados de escuelas y lugares de trabajo. Los efectos de las medidas de
distanciamiento fisico en la progresion de la epidemia de COVID-19, con la esperanza de
proporcionar algunos conocimientos para el resto del mundo [6]. Las consecuencias del
crecimiento de casos de COVID-19 y la mortalidad son fundamentales para las decisiones
de los lideres politicos, las empresas y las personas que luchan contra la pandemia. Esta
tarea predictiva es un desafio debido a la novedad del virus, los datos limitados y las
respuestas politicas y sociales dinamicas [7]. La compleja tarea predictiva es un desafio,
debido a la novedad del virus, los datos limitados y las respuestas politicas y sociales
dinédmicas referente a la recepcion de cargas de informacion basadas en la propagacion y
muertes causadas por el Covid-19. Son los modelos de series de tiempo y algoritmos de
agrupamiento aleatorio los encargados de recepcionar y resolver dicha problematica, a
partir de un modelo compartimental epidemiol6gico se logra favorecer las predicciones
del virus ,siendo estas fundamentadas a partir de ajustes en una curva de ubicacion
especifica a la velocidad (primera derivada) del recuento de casos acumulativo,
transformado logaritmicamente, tomando como referencia la fuerza entre ubicaciones
geograficas e incorporando informacién previa para obtener una distribucién posterior
para las trayectorias de los casos. (Julien Arino, Stéphanie Porte, 2020) [8].

En cuanto a la dificultad que presentan la implementacién y el conocimiento de los
modelos de prediccion matematicos/automatizados mencionados anteriormente versus 1os
respectivos  escenarios programaticos de compartimentos utilizando modelos
epidemioldgicos dentro del conjunto IA (Inteligencia Artificial), imposibilita totalmente

un marco de modelizacion para generar una serie de trabajos futuros. (Amy Hurford,
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Maria M. Martignoni, J.C, 2022) [9]. Es importante sefialar que el modelo més frecuente
para albergar escenarios de compartimientos es el modelo SIRD (susceptible - infeccioso -
recuperado-muertes) , este cumple con 4 items que favorecen la identificacion de variables
de tiempo, aumento y otros modelos, el item de edad de la infeccién, lazos de fechas y
etapas de la enfermedad proporcionan una aproximacion razonable a los detalles de la
progresion a travées de la infeccidon con un nimero minimo de pardmetros , pero resolver
esta circunstancias no es tarea sencilla, puesto que la estructura del modelo es muy
sensibles al valor del parametro de entrada que se implemente y la cantidad de parametros
de salida deseados, generando un intensiva informacion y un desafio al programador, en
manipular el mejor valor de los datos criticos para la solucién de una comparativa en el
tiempo. La evaluacion de los modelos identificados y mencionados hasta el momento
constan de periodos prologados en lapsos de tiempo periédicos y son estos ciclos los que
definen la confiabilidad y las incertidumbres de la trayectoria de la velocidad en la que
escalan los resultados, siendo éstos originados por la evolucién del virus. A continuacion,
se ilustra un modelo de evaluacién basico que ofrece SIRD a partir dos variables en el
periodo de tiempo de incubacién (infeccioso) del COVID, es decir contemplando una
semana con su respectivo informe de contagiados (susceptibles). Luego, comparando la
porcién de individuos infectados en el tiempo O y aun incubando en el tiempo t (la

constante a evaluar), obtenemos la siguiente ilustracion.

Disease Decline Disease Stability Disease Spread
R, =0 Ro=1 Ry, =2

lustracion 1- Manifestacion de la propagacion de enfermedades sobre la base del
valor RO
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1.4. ANTECENDENTES

Las investigaciones estudiadas y exploradas, la mayoria guardan relacién a la problematica

planteada, todas estas se indagaron y se hallan las siguientes lineas de investigacion con su

respectiva linea evaluativa.
1.41. Infeccion sustancial indocumentada facilita la rapida difusion de
novedades coronavirus (SARS-CoV-2). [10]
Se usaron observaciones de infecciones reportadas dentro de China, junto con los datos
de movilidad, un modelo meta-poblacional respecto a una dindmica en red, e
Inferencia bayesiana, para inferir caracteristicas epidemioldgicas criticas asociadas con
el SARS-CoV-2, incluida la fraccién de infecciones indocumentadas y su contagio.
Estimamos que el 86% de todas las infecciones eran indocumentados [intervalo de
credibilidad (IC) del 95%: 82-90%] antes de las restricciones de enero de 2020. Los
detalles de la iniciacion del modelo, incluida la dispersion inicial de expuestos e
indocumentados DataFrame, se proporcionan en diversos materiales de estudio. Para
tener en cuenta los retrasos en la infeccion confirmacion, también definimos un tiempo
hasta el evento modelo de observacion utilizando una distribucion gamma (ver
materiales complementarios). Especificamente, para cada nuevo caso en el grupo i
(base grupo), un reportaje retraso td (en dias) se generd a partir de una gamma
distribucién con un valor medio de Td . En ajuste tanto los brotes sintéticos como los
observados, realizamos simulaciones con el modelo de referencia sistema que utiliza
diferentes valores fijos de Td (6 dias < Td < 10 dias) y diferente maximo Dispersion
(1500 < Dispersion max< 2500) (ver materiales suplementarios) (fig. S2). El mejor
modeloinferencia posterior se identifico por probabilidad logaritmica. (Li R, Pei S,
Chen B, Song Y, Zhang T, Yang W, Shaman J., 2020).
1.4.2.  El efecto de las estrategias de control para reducir la mezcla social en
resultados de la epidemia de COVID-19 en Wuhan, China: un estudio de

modelado. [11]



Posibles informaciones que implican enfoques de variables incognitas donde los
cambios demograficos en la poblacion (es decir, nacimientos, muertes y
envejecimiento) que estan siendo identificadas. Por esto, se deben considerar dichas
variables para optimizar datos que permitan un estado de prediccion, se divide la
poblacién segun el estado de infeccidn: en susceptibles (S), expuestos (E), infectados
() y personas eliminadas (R), y de acuerdo con la edad, en 5 afos listados hasta los 70
afios y una categoria Unica a los 75 y mayores (resultando en 16 categorias de edad).
Los individuos susceptibles pueden adquirir la infeccion a un ritmo determinado
cuando entran en contacto con una persona infecciosa y entrar en el estado de
enfermedad expuesta antes de que se conviertan en infecciosos y luego recuperarse o
morir. Asumimos, la ciudad de Wuhan serd un sistema cerrado con una poblacion
constante tamafio de 11 millones (es decir, S+ | + R + D = 11 millones) en todo el
curso de esta epidemia. Usamos el modelo SEIR presentado en la figura 1. Los
patrones de mezcla son especificos por edad de individuos, en el grupo de edad
modificaron su probabilidad de ser expuesto al virus dado un cierto nimero de
infecciones por personas en la poblacion. Adicionalmente, se incorporan aportes de
casos asintomaticos y subclinicos. Sin embargo, la pregunta de si tales individuos son
capaces de transmitir la infeccion sigue sin resolverse en el momento de la escritura,
aungue la evidencia sugiere que es probable también. (Prem K, Liu Y, Russell TW,
Kucharski AJ, Eggo RM, Davies N, 2020)

1.4.3. Inteligencia artificial como apoyo a intervenciones no farmacoldgicas
para combatir la COVID-19. [12]

El proceso de investigacion que se han pronunciado desde la aparicion del Covid-19,
argumenta en tres enfoques, sucedidos en distintos momentos con la ayuda de la 1A'y
Machine Learning. El primer enfoque abordado fue el uso de IA para la deteccion
temprana de sintomas gripales o alérgicos mediante un analisis de términos claves en

plataformas digitales. El segundo enfoque fue el uso de algoritmos de aprendizaje para



diagnosticar, clasificar y agrupar anomalias producidas por el covid-19. El tercer
enfoque fue el prondstico de pacientes con covid-19, con el fin de focalizar la
asistencia y planificar la utilizacion de recursos médicos para pacientes criticos. Este
proyecto de investigacion favorece el entendimiento de como la inteligencia artificial
de la mano de machine Learning han permitido explorar por medio de métricas y
recursos toda la informacion referente a las anomalias y problemas de salud producido
por el Covid-19. (Mujica Rodriguez IE, Toribio Salazar LM, Condor Cémara DF.,
2020)

1.3.4. Inteligencia artificial y Big Data como soluciones frente a la COVID-19 [13]

Se exponen algunos proyectos de investigacion relacionados con el aprendizaje
profundo, el aprendizaje automatico, el Big Data y la ciencia de datos, tendientes a dar
soluciones plosibles bien en el monitoreo, deteccién, diagnéstico y tratamiento de las
enfermedades asociadas con el virus. De hecho, se muestra la correspondencia entre las
tecnologias disruptivas y la informacion critica, creando sinergias que permiten
elaborar sistemas méas avanzados de estudio y analisis facilitando la obtencion de datos
relevantes para la toma de decisiones sanitarias. (Jairo Eduardo Marquez Diaz, 2020).

1.3.5. Enfermedad por coronavirus, COVID-19 [14]

El presente anexo es un documento que provee una informacién completa del
comportamiento, estudio y conceptos ofrecidos por la ciencia epidemioldgica, pero se
tomo los conceptos referentes descritos en el Capitulo 1.3, titulado transmision. Este
apartado especifica las variantes, los estados y los medios de propagacion que ha
tenido este virus, dando a conocer un arduo y consolido estudio de cada etapa que han
permitido la celeridad desde su aparicion hasta el presente afio. El anélisis de la
informacién anterior abarca todo el concepto de transmision, por ende, ofrece un
aporte muy concreto al considerar el intervalo serial de la velocidad como principal
medio de observacion epidemiolégico en periodos de incubacion. (Centro de

Coordinacion de Alertas y Emergencia Sanitaria, 2021)
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1.3.6. Velocidad de la pandemia: prondstico de COVID-19 en los EE. UU. [15]

Basado de un modelo compartimental de aprendizaje automatico y series de tiempo
bayesiano, pretende ofrecer una serie de procesos predictivos para estimar la velocidad
y las novedades del virus, y los datos limitados que estan siendo validados por grandes
organizaciones médicas y cientificas. Se incorporard un modelo de serie de tiempo
bayesiano y un algoritmo de arbol aleatorio dentro de un modelo compartimental
epidemioldgico para las predicciones de COVID-19 a través de un dataset. EI modelo
de caso bayesiano ajusta una curva de ubicacion especifica a la velocidad (primera
derivada) del recuento de casos acumulativo transformado logaritmicamente, tomando
prestada la fuerza entre ubicaciones geogréficas e incorporando informacion previa
para obtener una distribucion posterior para las trayectorias de los casos. EI modelo
compartimental usa esta distribucion y predice muertes usando un algoritmo forestal
aleatorio entrenado en datos de COVID-19 y caracteristicas a nivel de poblacidn,
produciendo proyecciones diarias y estimaciones de intervalo para casos y muertes en
los estados de EE. UU. (Watson GL, Xiong D, Zhang L, Zoller JA, Shamshoian J,

Sundin P, Bufford T, Rimoin AW, Suchard MA, Ramirez CM., 2021)

1.4. JUSTIFICACION

El presente modelo, va dirigido a todas aquellas personas encargadas del area de

investigacion epidemioldgica o estudios relacionados al Sars-Cov-2 (Covid 19), el cual

les permite conocer en tiempo real los datos de velocidad de contagio a partir de modelos

de respuesta, con los cuales avanzan y complementa sus proyectos investigativos, a su vez

mantiene informado a todas persona sobre estos valores exponenciales ; es decir es un

modelo comprensible al alcance de cualquier persona interesada.

1.5. OBJETIVOS.

1.55.  Objetivo General
Disefiar un modelo epidemioldgicos SIRD, estructurado en un esquema estadistico de

ajuste de curvas que integren una funcién matematica/algoritmica del DataFrame
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resaltando a detalle cada informacion, basando la informacion en El Ministerio de
Salud de la Nacion Argentino, la data ubicada alli se extrapola, se integran y se
modelan trayectorias de velocidad de transmision del Covid-19, a partir de un
prondstico de crecimiento automatizado y técnicas de aprendizaje supervisado en un
escenario de programacion Python-Jupyter Network, identificando las variables de
entrada /salida (atributos/columnas) pertinentes con respecto a los casos confirmados
de Covid-19. A lo largo de la investigacién se implementan técnicas de automatizadas
en Inteligencia Artificial en conceptos definidos en el subconjunto de Machine
Learning.
1.5.1. Obijetivos especificos:
* Validar y Comparar el intervalo de los primeros registros de datos de casos positivos
versus las muertes a partir de la estadistica concebida por parte del MSNA (Ministerio de
Salud de la Nacién Argentino) para contemplar la implementacion de sus datos con
respecto a la celeridad de casos confirmados por COVID-19.
» Seleccionar un modelo matematico/automatizado SIRD (susceptible -infeccioso -
recuperado) dentro de una solucién de aprendizaje supervisado con respecto a los facture
requeridos (muestra acumulada de casos, total infectados, total fallecidos) y las variables
de entrada/salida para facilitar la solucién del modelo.
* Identificar aquellos algoritmos de aprendizaje supervisados que se adapten a las
funcionalidades de mis variables de entrada y salida, proporcionando una evaluacién
clara de la rapidez de transmision de casos confirmados y que favorezcan al modelo
matematico SIRD ajustando la velocidad del registro de casos acumulados por Covid-19.
* Ejecutar los algoritmos de prediccion decisition trees / Bayesiano, seleccionados en un
entorno de programacion Python llamado Jupyter y el modelo de velocidad por el cual se
proyecta el crecimiento de casos confirmados de muertes e infectados que se ajustan a los
datos observados, para luego comparar su extrapolacion obtenida en ambos escenarios

estimulando un aceptado ajuste de curvas de ambos modelos.
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* Obtener los resultados cuantitativos y cualitativos para ajustar los modelos, producir
constantes pronosticadas y generar resultados estimados a partir de herramientas de
célculos logicos intercalando atributos de velocidad.

* Adaptar los resultados obtenidos que permitan visualizar los modelos evaluados y hacer
un registro de toda la informacidn relevante en un documento de investigacion.

2. FUNDAMENTOS TEORICOS

En este apartado se describen los conceptos, la elaboracion de ideas, las caracteristicas del
modelado y la tecnologia implementada que dan origen a la problematica a resolver. Se
comienza describiendo la manera habitual del modelo y las practicas tecnoldgicas, las nuevas
areas del aprendizaje de datos predictivos y el impacto que tienen estos modelos en la
inteligencia de datos. Seguidamente se tratardn los nuevos avances conceptuales y
herramientas de validacion, por el cual se obtiene una respuesta al problema planteado.
2.3. Modelo Epidemioldgico. [16]

Representacion de un proceso o sistema que esta disefiado para aumentar la apreciacion

y comprension de un posible automata o serie de procesos automaticos. Los modelos se

desarrollan para comprender el efecto de las influencias externas en los resultados, a

través de la representacion de las interacciones entre los componentes del sistema, y

para comunicar ideas sobre el comportamiento de este.

Desde una perspectiva de salud, los modelos epidemiolégicos tienen una variedad de

aplicaciones/técnicas de evaluacién. Po ende se implementan las siguientes:

— Generar hipdtesis de datos (que luego pueden utilizarse para orientar estudios

posteriores) sobre los factores que intervienen en la persistencia de enfermedades

epidémicas en las poblaciones.

— Evaluar el impacto de mortalidad de las enfermedades

— Evaluar la eficacia y estrategias de los modelos deterministicos y de control de

constantes. (Carlos Castillo-Chavez, 2020)
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Modelo
Epidemiologico

Boletines Informativos
Informacion | métodos Cientificos
Cientifica Red de datos y Algoritmos de codigo
Modelos tedricos/ computacionales

Modelos y
teoremas
Matematicos

Procesamiento de
la informacion

Ayuda de la Basqueda de
ciencia datos a nivel

Prediccion de la
evolucin de la
epidemia

Conclusiones y
aplicaciones
practicas

Escenario de
Programacion

Generacion
de escenario

lustracion 2- Proceso Epidemioldgico, autématas de datos
2.4, Modelo SIRD [16 17]

El modelo SIRD es un modelo compartimental/casillero, su funcién principal es modelar
datos de una enfermedad que se propaga a traves de una poblacion y se particionan en
divisiones de bloque de datos. Acrénimo de Susceptible, Infectado, Recuperado, Muerte.
Suponiendo que la poblacidn total es constante y se divide en tres variables.

Se emplea el modelo SIRD (estandar) donde la poblacion N se divide en pequefas
poblaciones de susceptible (S), infectado (I), recuperados (R) y muertes (D) para lazos de
tiempo t. Por lo consiguiente, N= S+I+R+D.

Por medio de un conjunto de ecuaciones.

ds(r)
3 = —fSI/N (1)
A _ sst/N — o1 — o1 2)
dR(t)

a M 3)
dﬂdf’) — 5l (4)

llustracion 3- Modelo de ecuaciones de modelo SIRD
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Incognitas o constantes, B, A, & intervienen como pardmetros que especifican las
caracteristicas de infeccion, recuperacién y muerte respectivamente (llustracion. 4). Para
coordinar consecutivamente este documento se considera que, T representa la poblacion
de infeccidn sintomaética. La mejor practica para nuestro modelo (Sunita Tiwari, 2020)
implica, en promedio, la infeccion tiene sus indicios de 2 a 3 dias antes de que los
sintomas se agudicen, es decir se contarian mas de 15 dias para tomar en cuenta dicho
reporte. Es importante definir que la infecciosidad aumenta a un punto maximo antes de
la aparicion de los sintomas y perdura durante aproximadamente entre siete a diez dias
después del alza de la infeccion. Por consiguiente, una persona infectada permanece
infecciosa durante aproximadamente 15 dias en promedio y luego presentaria un cuadro
de mejoria 0 nueva asignacion de cuadro clinico. Este analisis preliminar, se establece la
tasa de recuperacion A~1/2 (A taza indice), que sin embargo no es el mejor ajuste para
todos los casos que se pueda estudiar. En general, los valores numéricos de los
parametros del modelo se logran del mejor arreglo. Los valores iniciales (tiempo t =0
dias) del numero de infectados, recuperados y fallecidos (lo, Ro, Do) se eligen a partir de

datos reales suministrado.

[ Resolucién del Miodelo |
{ ]

Yo
AT usceptlble Recuperado t/dt
B\‘ /
Infeccioso
\ | Compoesicion de los Datos ‘ /
b 4

llustracion 4-Intervension de pardmetros, condicion modelo

La seleccion del namero inicial de susceptibles (So) es tema complejo. Empleamos dos
enfoques diferentes para obtener una estimacion de So. En primera instancia, estudiamos
los datos de las cada una de las poblaciones de cada ciudad mencionada donde los casos
positivos acumulados se han acercado a una altura aproximada a la estandar. Sin
embargo, la poblacién infectada, solo se puede determinar cuando la epidemia haya

terminado. Al dividir este nimero por la poblacion total del evaluados, se obtiene una
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fraccion que parece ser del orden de 10-1 para CABA, 10-2 Buenos Aires, 10-3 Cérdoba.
Por tanto, se puede obtener una estimacion de los susceptibles multiplicando la poblacién

de un pais por una fraccion de indice seleccionada.

..

Individuos (n)

0 ' - L - L] w L] l" " L] - L] - L] - L] - .
0O 10 20 30 40 S0 60 70 80 90 100
Tiempo (dias)

=

llustracion 5- Seleccion inicial, modelo grafico SIRD

Sin embargo, el nimero de susceptibles obtenido de esta manera indica un limite inferior,
ya que muchas personas con sintomas leves o sin sintomas. La otra posibilidad dispuesta
para estimar la fraccidn es probar el nimero de casos positivos por el nimero de pruebas
realizadas. Este nimero seria un limite superior, ya que hay muchas regiones, solo se
dispone de los territorios mencionados y las poblaciones en esos focos no serian
susceptibles. Es importante tener una relacién entre el nimero de casos positivos y el

namero total de pruebas, por ende, tomamos referencia de las tasas registradas para

diferentes paises.

Fracciones (Casos confirmados / Casos

Paises informados)
Argentina 0,18
EE. UU. 0.159
Corea del Sur 0.0016
Espafia 0,1072
Alemania 0.034

Tabla 1- Tasas registradas de Covid por % en el mundo.
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llustracién 6- Diagrama de Modelo SIR

Con la conformacidn del modelo, viene la estimacidn cuantitativa de la velocidad por el
cual, la enfermedad se propaga a través de una poblacién. Es decir, a partir del modelo
determinista SIRD, el objetivo es evaluar qué tan rapido un portador humano infectaria
a personas pertenecientes a la poblacién de susceptibles. La cantidad que determina la
velocidad de transmisién de la pandemia es el nimero de reproduccién efectivo o
nuimero de sucesiones (Predicting COVID-19 Incidence Through Analysis of Google
Trends Data in Iran: Data Mining and Deep Learning Pilot Study., 2020). Es de considerar
que el nimero de reproducciéon basico Ro, definido como el nidmero medio de
infecciones secundarias que ocurren cuando una persona tiene un estado infeccioso
(tramite o principio de infeccion) se coloca en una poblacién susceptible, el valor Ro se
puede estimar desde la etapa mas temprana de la infeccidon, cuando la persona
infectada se mezcla libremente con la poblacién susceptible. Estimacion de Ro a menudo
es un desafio debido a la falta de datos no sesgados, ya que no se pueden determinar
con exactitud todas las infecciones secundarias; especialmente para COVID-19, donde
los casos asintomdticos fueron muy comunes y sin sintomas para identificar (/lustracion

3).

El nimero de reproduccion efectiva (Re), implementados para este estudio, valora

correctamente el numero medio de nuevas infecciones (infectadas del grupo
susceptible/clasificadas) transmitidas / inducidas directamente por una persona

infectada tipica (contacto/respiratorio) y pueden variar durante toda la duracion de la
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infeccion. En el modelo SIRD, Re se puede representar como B/(A+6). Considerando el

mejor ajuste de los datos, encontramos que A > &, produciendo Re ~ B/A. Si Re > 1, la
enfermedad comienza a propagarse en una poblaciéon que se ve infecta masivamente,

pero la propagacidon no ocurre si Re se ubica por debajo de 1 Es facil notar que mas

tiempo una persona permanece infecciosa (es decir, 1/ A dias), puede dar lugar a una Re

muy grande incluso si el nUmero de interacciones infecciosas por dia (i, e ... B) es

pequeio.

2.5. Inteligencia Artificial [18]

La ocupacién de una gestion de Big Data (Grandes volimenes de datos) y la
construccion de sistemas inteligentes es el uso de conceptos y metodologias de Data
Science, Inteligencia Artificial (tratar, analizar y presentar informes a partir de datos
ruidosos, estructurados y no estructurados), Data Mining (proceso de analisis de
grandes cantidades de informacion dispersa para darle sentido y convertirla en
conocimiento) y Machine Learning (desarrollo de algoritmos y modelos estadisticos
que utilizan los sistemas de computacion con el fin de llevar a cabo tareas sin
instrucciones explicitas).

Implementar maquinas inteligentes, conscientes de si mismas no es algo que surgid
repentinamente, el pasar del tiempo las computadoras son mas rapidas, mejor
procesamiento, mejor poder de computo y mas almacenamiento, hemos estado
viviendo en lo que me gusta llamar la "era de la informacién” o la "era de los datos".
Procesos que se llevan a cabo en el cerebro humano que pueden ser analizados, a un
nivel de abstraccidn, como procesos computacionales de algin tipo datos. El propdésito
de la 1A es efectuar computacionalmente el conocimiento humano por procedimientos
simbdlicos. Buscamos es un programa de ordenador sobre una méaquina especifica
desarrollado a partir del conocimiento que supuestamente usaba el operador humano
(experto) que realizaba esa tarea. (University of Cincinnati, 2020).

La investigacion no presenta una elaboracion y estructura correspondiente con este

XiX



concepto de manera directa, pero indirectamente ofrecié un medio relacionado con el
mundo la automatizacion y considerando el conjunto global que alberga todas las
ciencias de automatizacion y entrenamiento de los datos. Por ende, se puede catalogar
como un tema esencial para disponer de conceptos mas especificos y elaborar a futuro
automata de méaquina, programando para llevar la tarea de buscar escenarios con
nuevas variantes de gripa y asignarlas por si solas a un marco donde se supervise un
trabajo final.
2.6. Machine Learning [19]

Pertenece a una rama de la Inteligencia Artificial ,el principal desafio de ML es
permitir a las maquinas aprender sin ser continuamente programadas, favorecer el
reconocimiento de patrones/esquemas , y es capaz de convertir una muestra de datos en
un programa informatico, facilitando extraccion de nuevos conjuntos de datos para los
gue no ha sido entrenado previamente por una serie de algoritmos definidos dentro de
este subconjunto. De hecho, el concepto principal de Machine Learning es disponer de
los ordenadores/unidad de cdmputo, estos poseen la habilidad de aprender sin ser
explicitamente ser proyectadas a partir de una novedosas técnicas de codigo en
multiples a&mbitos de la informética, incluida la disponibilidad de recursos
programables y buen almacenamiento, automatizar tareas, realizar analisis complejos,

detectar anomalias y responder a las entradas (constantes definidas). (Dymaxion Labs,

2021).
4 il
QR
¢ A «@"»
o 000

llustracion 7-Tecnologia Machine Learning



A lo largo de la investigacion, la rama de Machine Learning es fundamental para el
axioma de la investigacion. Partiendo del conocimiento y el despliegue que brinda esta
diciplina. El uso inicial va de la mano del conocimiento que abarca la Inteligencia
artificial por el simple motivo de contener dicha tecnologia como herramienta de
algoritmos que se encuentran computados dentro de terminales o consolas en algln
dispositivo inteligente. Partiendo del comentario anterior, supimos identificar los
modelos y los tipos de algoritmos que daban un buen apoyo al modelo base,
identificado previamente por sondeos y aciertos de la ciencia en su investigacion en la
pandemia. Una vez identificado el aspecto anterior, se debe interpretar los modelos
internos que posee ML para la codificacién de cada algoritmo, tenemos modelo
supervisado y el no supervisado.

Disponer estos conocimientos mas claros, nos permite avanzar con la investigacion y
considerar una data para ser modelada a partir de lo mencionado. Una vez tomado la
fuente de los datos, optamos por transformarlos a la apertura correcta de simplificarlos
en nuestro entorno Anaconda, Python. La codificacion de codigo fue necesaria para
consolidar la base del armazén del modelo SIRD.

2.7. Deep Learning [20]

También conocido como aprendizaje por refuerzo, esta rama utiliza un sistema de
recompensa y castigo para entrenar el algoritmo. En esto, el algoritmo o un agente
aprenden de su entorno y de sus variables (datos). EI comportamiento aplicado se
transforma en un agente/medidor, este obtiene recompensas por desempefio correcto y
penalizacién por desempefio incorrecto. Por ejemplo, considere el caso de un
automavil auténomo, el agente obtiene una recompensa por conducir de manera segura
hasta el destino y una penalizacion por salirse de la carretera. De manera similar, en el
caso de un programa para jugar al ajedrez, el estado de recompensa puede ser ganar el
juego y la penalizacion por recibir jaque mate. El agente trata de maximizar la

recompensa y minimizar la penalizacion. En el aprendizaje por refuerzo, no se le dice
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al algoritmo como realizar el aprendizaje; sin embargo, soluciona el problema por si

solo. (Alba Centeno Franco, 2020).
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Source: Hewlett.org

llustracion 8-Conector de funciones, Deep Learning
2.8. Definicion de la tarea de un agente T [21-27]
Por lo general es una muestra de datos o un punto entre las variables de entrada/salida,
consiste en maltiples atributos de datos (también Ilamados caracteristicas) al igual que
los diversos pardmetros del algoritmo/modelo. También podemos definir como una
serie de datos tipicos de caracteristicas cualitativas/cuantitativas. (Niklas Kihl, Marc

Goutier, Robin Hir, Gerhard Satzger, 2020).
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llustracion 9-Agente de datos , algoritmos soluciones de ML
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Estas tareas se pueden clasificar como tareas de Machine Learning, la siguiente lista
describe algunas tareas populares:

« Clasificacion o Categorizacion: es una lista de problemas o tareas en las que la
méaquina debe tomar puntos de datos o muestras y asignar una clase o categoria
especifica a cada una de ellas. (Fernandez Villafafiez, 2022)

* Regresidn: tareas que generalmente implican realizar una prediccion de modo que
un valor numérico real sea la salida en lugar de una clase o categoria para un punto
de datos de entrada. La mejor manera de entender una tarea de regresion seria tomar
el caso de un problema del mundo real de predecir los precios de la vivienda
considerando el area del espacio, el nimero de pisos, los bafios, los dormitorios y la
cocina como atributos de entrada para cada punto de datos. (Fernandez Villafafiez,

2022).

Regresion VS Clasificacion

La variable de salida debe ser
de naturaleza continua o valor
real.

La variable de salida tiene que
ser un valor discreto.

Mapea el valor de entrada (x)
con la wvariable de salida
continua (y).

Mapea el valor de entrada de
x con la variable de salida
discreta de y.

Se utilizan con datos continuos. Se uillieam @sm dhies dleaEes

Intenta encontrar el limite de
decision, que divide el
conjunto de datos en
diferentes clases.

Intenta encontrar la mejor
linea de ajuste, que predice
la salida con mayor precisién

llustracion 10- Cuadro comparativo, 2 algoritmos fundamentales

« Deteccion de anomalias: Son tareas que implican maquinas, revisan los registros
de eventos, los registros de transacciones y otros puntos de datos para que pueda
encontrar patrones o eventos andmalos o inusuales que sean diferentes del
comportamiento normal. Ejemplos de esto incluyen tratar de encontrar ataques de

denegacidn de servicio a partir de registros, indicaciones de fraude, etc. (Alonso del
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Saso, Javier, 2020).
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llustracion 11-Estructura, deteccion de anomalias

« Anotacién estructurada: Realiza algun andlisis en puntos de datos de entrada y
agregar metadatos (descripcion de todos los datos) estructurados como anotaciones
a los datos originales que representan informacién adicional y relaciones entre los
elementos de datos. Los ejemplos simples serian anotar variables de texto con sus a
un disertacion, entidades nombradas, gramatica y sentimiento. También se pueden
realizar anotaciones para imagenes, como asignar categorias especificas a pixeles de
imagen, anotar areas especificas de imagenes segun su tipo, ubicacién, etc. (Edian

F. Franco, Rommel J. Ramos, 2019).
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llustracion 12-Ciclo de la anotacion de datos
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« Traslacion de datos: son tareas de traduccion automatica suelen ser de naturaleza
tal que ,si tiene muestras de datos de entrada que pertenecen a un condicion
especifica, las traducen a resultados poliformicos a la estructura deseada. La
traduccion basada en lenguaje natural es definitivamente un éarea enorme que
maneja una gran cantidad de datos de texto. (Qiang Wang, Bei Li, Tong Xiao,

Jingbo Zhu, Changliang L, 2019).

Business Understanding Data Understanding

Model Deployment
, \ Model Evaluation

Data Modelling

Exploratory Data Analysis Data Preparation

llustraciéon 13-Codificacion de datos, estructura poliformica de datos.
*Agrupacion de datos/ Clustering: Los cllsteres (almacenes de datos) o grupos
de datos generalmente se forman a partir de muestras/porciones de datos de entrada
al hacer que la maquina aprenda u observe patrones, relaciones y similitudes
latentes inherentes entre los puntos seleccionados por los datos de entrada mismos.
Por lo general, faltan datos pree-etiquetados 0 anotados previamente para estas
tareas, por lo que forman parte del aprendizaje automatico no supervisado (del que
hablaremos més adelante). Los ejemplos serian agrupar productos, eventos y

entidades similares. (Aprendizaje no supervisado, 2020).
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lustracion 14- Agrupamiento, muestra del modelo.

«Arboles de Decision/Decision Trees [28]

Los Arboles de Decision o Decision Trees forman parte de los algoritmos de
clasificacién de aprendizaje supervisado en Machine Learning (ML) y su objetivo
es trabajar sobre datos histéricos y resultados conocidos para predecir el
comportamiento de un dato nuevo de entrada e identificar patrones. Permiten que se
construyan modelos con datos de entrenamiento para definir los parametros del
modelo y se validen los resultados con datos de prueba. Su funcionamiento se basa
en reglas de decision donde la cantidad total de datos esta ubicada en el nodo raiz y
éste se divide en ramas, llamadas nodos intermedios, representando una variable o

atributo del conjunto de datos. (Jose A. Alonso Jim“enez, 2020).

Ilustracion 15-Patrones de agrupamiento ,Arbol de decision
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3. RESULTADOS
Se lleva a cabo el anélisis del modelo SIRD sobre la progresién/agrupacién Bayencina de
covid-19 en el contexto de muertes y virus respiratorios pos-Covid en una porcion de
Argentina con variantes de simulacion aproximada. Los resultados son previamente
filtrados por la aplicacion del algoritmo Random Forest, su funcion serd detallar y
comprimir las variables de entrada/salida, estos procedimientos se irdn representando en las

ilustraciones correspondientes a cada sub-apartado de este capitulo.

3.1. Incorporacion del efecto de las medidas de aplicacion.

Se implementa el efecto de blogueo en el modelo modificando la tasa de infeccion
(valor inicial/casos totales) y logrando el ajuste mas optimo. Seleccionando de
manera funcional y tipificando la tasa de infeccion dependiente del tiempo B(t)
(constante en dias) esta disminuye gradualmente después de que se aprovechan las
medidas de contencion (Archana Singh Bhadauria, Hom Nath Dhungana, 2022)
[29,30]. Antes de proporcionar un cerco (limite de informacion) de datos, la tasa de
infeccion es B=0, siendo nuestra segunda constante. Cuando persiste la contencion de
casos iniciales, se aplica el tiempo (dias/dia) t (punto inicial de t=0 o el dia 0
aplicando muestras de 7 a 15 dias), la tasa de infeccion siempre sera dependiente del
tiempo B(t) disminuye con cada dia que progresa, lo que supone que varia

exponencialmente en caracter siguiente:

B(1) = (1 — e =T 4 ¢f fort >t

p(ty=F fort<t

b " |

llustracion 16- Parametro de infeccion

En la lustracion 16, & € {0,1} es el parametro de infeccion (o paramento de
interaccion) y T es la demora en el nimero de dias antes de que el efecto del bloqueo
sea visible en la propagacion de la infeccidn, hasta el momento se observa la formula

general del modelo, con el fin de representar un teorema . Sin restriccion & =1, se
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refiere a una infeccion rapida, mientras que & = 0 expresa una infeccion contenido
(No hay interaccidén entre la poblacion infectada y la susceptible, por lo que no hay
transmision). &S € {0,1} refleja la mitigacion asintética de la tasa d infeccion B(t),
cuando se imponen medidas de contencion. Menor el valor de &, més estrictas son

las medidas de contencion (o las manifestaciones reaccionadas) (Archana Singh

Bhadauria, Hom Nath Dhungana, 2022) [29,30].

dS

dt

dR
dt

S' () = BSI + aR 1) = BSI y1 R() = ¥l aR

llustracion 17- Representacion teorema, tasa 'd' infeccion 8 (t)

Aqui, B(t) tiene un valor inicial B (Beta) siendo constante B(t) disminuye con el
tiempo y alcanza un valor inicial un valor & B a medida que contintian las medidas
de contencion. Especialmente, el valor inicial de B determina las propiedades,
caracteristicas de la enfermedad que dependen de la interaccion efectiva de las
personas en una region, comportamiento social densidad de poblacion, etc. El valor
terminal & B muestra el efecto de la contencién, y como el distanciamiento social se
estd manteniendo. En la configuracién del modelo actual, B(t) esta destinado a
explicar los cambios en el comportamiento de la propagacion de la infeccion debido
al distanciamiento social y las medidas de contencion. Este es un pardmetro externo
que se espera que disminuya con el tiempo a un valor menor & B cuando se evita el
contacto fisico. Siguiendo el ejemplo de los estudios anteriores, la forma funcional de
B(t) se construye para tener en cuenta los cambios aparentes en el crecimiento de la

infeccion debido a las medidas de contencidn y el distanciamiento social. T (variable
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tiempo) controla la velocidad efectiva a la que se produce un momento tardio de la
transmision de la enfermedad debido a las medidas de contencion impuestas.

La simulacion del modelo, el anélisis de datos y el trazado se llevan a cabo en
Python. El anélisis de los datos de COVID-19, utilizando el modelo determinista
compartimental SIRD, arroja buenos resultados sobre las caracteristicas primarias de
la evolucidn temporal de la pandemia.

3.2. Extraer, transformar y cargar recursos de dataset

Las Metodologias de Aprendizaje Automatico (Natasha K. Niemann and Raymond
G. Blockmon, 2021) [31] se utilizan a partir de contenidos de una Unica tabla o una
Unica locker de datos de estadistica , siendo estas recolectadas a partir de una
problematica, representando a una constante, dado el caso de registrados del conjunto
de datos valorados. Para comprender comportamiento de los datos del COVID-19
que afecta a las personas, su confirmacion y predicciones de recuperacion, se ocupa
dicha valoracion en la pagina de la gobernacion (Government of Buenos Aires City.,
2021) [32], en el apartado de actualizacién de datos actualizados de Buenos Aires

data.

escripcion del
formato SQL,EXCEL
POWER BI

En un archivo
de datos

Proviene de una
documentacion

Implementado
en codigo

llustracion 18-Dataset, proceso de registros del conjunto de datos valorados.
Habilitando los datos obtenidos en la pagina mencionada, el procedimiento a seguir

es tomar el archivo .CSV (formato del archivo), transformarlo en un tablero
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inteligente; para este escenario se implementa la herramienta Power Bl para obtener
los valores y determinar la variable de entrada (Edades, Infecciones, Sexo, Muertes).
A partir de estas variables de entrada, facilitando el entrenamiento del modelo
mencionado.

Cabe destacar, la transformacién de los datos del archivo raiz fue particionada por
bloques, ya que se pretende a ajustar todas las muestras dentro de los datos de
entrenamiento, agrupamiento de esas caracteristicas mencionadas, también estimar
los valores perdidos, ya que mantiene la precision en caso de faltar una parte de los

datos en un periodo dado, en los afios establecidos (3 afios).

2020 I 2021 ol 2022 )
CIUDADES CIUDADES CIUDADES

> Contagio_Comporal_Primera > Contagio_Comporal_Primera > Contagio_Comporal_Primera

> Contagio_Comporal_Segunda ¥ Contagio_Comporal_Segunda > Contagio_Comporal_Segunda

2 Contagio Comporal_Tercera Y Contagio_Comporal_Tercera 2 Contagio Comporal_Tercera
Edades Fecha Fecha

Fecha Inf Respiratoria Primera Inf_Respiratoria_Primera

5 Inf_ Respiratoria_Primera Inf Respiratoria_Segunda Inf_Respirataria_Segunda

2 Inf Respiratoria_Segunda

MM M M

Z Inf_Respiratoria_Tercera Muestra_apertura

Inf_Respiratoria_Tercera 2 Inf Respiratoria_Tercera
Macumulada z

Contraer ~™ Contraer ~™

llustracion 19- Transformacion de datos, panorama pandemia 2020 — 2021.

Las llustraciones a continuacién, muestran los diversos grupos de edades y el porcentaje
de casos obtenido, en el conjunto de datos. Los grupos de edades de 25 a 82 afios tienen
una alta probabilidad de infectarse con COVID-19.

CIUDADES
®CABA
@®BUENOS AIRES
® CORDOEA

llustracion 20-Distribucion de casos por edades afio 2020
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llustracion 21-Distribucidn de casos por edades afio 2021

21 mil {4,88%)

18 mil (4,32%)

11 mil (2,51%) 0%)

50 mil (14,1%)

75 mil (17,95%)

27 mi
(6,39%)
16 mil (3,7...)
17 mil (4,11%)

CIUDADES

@ CLEA
@EBUENOS AIRES
@ CORDOBA

llustracion 22- Distribucion de casos por edades 2021.

En relacion con la estructura de datos, se completa la manipulacion, la extraccion de la
informacién (ETL) agrupados por la constante edad, para culminar este procedimiento
se implementa la transformacion de los datos facilitando el tratamiento de estos.
Asimilar los datos transformados proporciona buen manejo de los algoritmos. Es por
esto por lo que se efectia la transformacion en un motor de SQL anexado con
complementos estadisticos y matriz de calculo, para la investigacion damos uso del
motor WORBENCH con el complemento Infostat/Excel. Por ende, el archivo plano
tomado del .CSV (archivo base), ya se complementa las variantes de datos, las

extensiones permiten representar el modelado de los algoritmos de una manera mas

volatil.
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- |

| Result Grid | | 4% Fiter Rowes: | edt: @ FEb EL | exportfimport: B F&y | wrep cell contd
numero_de_caso  f_aperturasnv  fecha_toma_muestra  fecha_dasificacion

» | 742857 9/3/2020 9/3/2020 17/3f2020
745711 11/3/2020 5/3/2020 10/8/2020
743591 1232020 12/3/2020 18/3/2020
748324 12(3/2020 11/3/2020 26/3(2020 Form
743338 13/3/2020 9/3/2020 9/3/2020 Editor
750019 13/3/2020 14/7/2020 14/7/2020
750508 13/3/2020 13/3/2020 26/3(2020
750762 14/3/2020 13/3/2020 17/4/2020 =
731821 16/3/2020 15/3/2020 19/4f2020 Types
751842 16(3/2020 15/3/2020 11/4f2020
752681 16/3/2020 15/3/2020 20432020

lcovidbal x

Output
[T Action Qutput -

# Time Action Mezzage

[] 1 18:58:40 SELECT * FROM tesis lcovidba LIMIT 0, 1000 1000 row(s) retumed

(. 4

llustracién 23-Transformacién de datos .CSV a SQL/IDB/XLSX

3.3. Soporte, despliegue y discusion de la herramienta Jupyter- Algoritmo de
arboles de decisiones.

Un arbol de decisién se caracteriza por ser una ramificacion de nodos, donde cada
nodo muestra caracteristicas (atributo), cada ramificacidén (rama) muestra una decision
(condicién/regla) y cada hoja muestra una solucién a la condicidn resuelta (categérico
o valor continuo) (Jadhav SD, Channe HP, 2016 ) [33]. Los AD (arboles de decisidn)
reproducen las ideas conceptuales de las personas, por el motivo de recolectar la
informacién en porciones de datos y efectuar divisiones de mentales para luego ser
interpretadas con condiciones. La finalidad de crear un AD en el presente capitulo es
para separar las condiciones e identificar las variables/contantes que definan una
estructura limpia para el uso de multiples caminos de simulacién y correcciéon de
todos los datos.

[ Decision Node J__—}Root Node
—————— - 3

Sub-Tree [ Decision Node ] [ Decision NOde]

| i |
v y_oo¥ v

Leaf Node Decision Node

f-——=====

v v

llustracion 24- Representacion de nodos, motivo de recolectar los datos

Las caracteristicas tomadas para la construccion del arbol de decision, dependera de
un escenario de programacion que disponga de los tipos de algoritmos de arboles
existente. Estos algoritmos ofreceran beneficios al dividir el arbol y a la ejecucion
directa de las condiciones, una vez comprendido este escenario, se procede a
seleccionar el algoritmo Random Tree para ser codificado en el ambiente de
programacion Python con cada uno de los conjuntos de datos que van a simbolizar un
resultado categdrico [Anexo 1].
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edad Muestra Condicion_decision

a 33 1] 2
1 21 1] 2
2 T3 1] 2
3 g4 1] 2
4 32 24 1
BT 45 14 1]
68 35 25 1]
69 32 prred 1]
70 54 54 1]
71 18 341 [1]

Tabla 2-Caracteristicas de los datos iniciales

La tabla 2, facilita la visibilidad de los datos a implementar en primera instancia,
para luego ofrecer la conclusiéon de una sola vista y comparar las alternativas que
conformaran la data posterior a la ejecuciéon de los siguientes algoritmos, SIRD
(modelo base) y BAYES (modelo de estructura).

El AD hace explicitas todas las alternativas posibles y rastrea cada opcidn, estas
alternativas deben y cumplir con las caracteristicas de un arbol. Las caracteristicas
deben ser Objetiva y Explicativas. Por ende, seleccionamos las 3 columnas bases,
luego estas se ramifican en el arbol transiciéon, aplicando la secuencia de decision
final. Las caracteristicas Objetivas despliegan una naturaleza de comprensibilidad
numeérica, en este escenario la columna ‘Muestra’ de casos de una posible virosis
toma la identidad de una caracteristica Objetiva. Las caracteristicas Explicativas son
interpretaciones categoricas, estas son representadas por la columna
‘Condicion_desicion’.

Arbol de Caracteristicas
decision Objetivas

Columna

Dataset Muestra
Covid-19

Columna
Condicion Decision

Caracteristicas
Explicativas

llustracion 25-funcionamiento de las caracteristicas del AD
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La seleccion de las variables y la seccion de las caracteristicas son lo
suficientemente buenas para consolidar el primer arbol de decisién. En cuanto al su
rendimiento, las posibles variables externas (nuevas) no afectaran ningun
pardmetro del arbol de decisién, siempre y cuando se respete las columnas para
cada caracteristica.

La divisidn de los atributos se prueba en cualquiera de los nodos, para determinar si
la es ‘mejor’ en clases individuales. Pero en esta ocasiéon los mejores nodos
resultantes se particionaran nuevamente para logar una precisa evolucién de los
datos que van a ser implementados para los algoritmos solucion.

Ampliar los factores calificativos de los datos en cada una de las clases intervenidas,
para esta primera instancia se debe visualizar las clasificaciéon generadas por los
datos y el proceso de entropia (Medida de la incertidumbre) por el cual se ofrece
un dictamen de salud y permite agrupar los datos funcionales para la segunda fase.

Las ilustraciones 10-12 ofrecen una ventaja, con respecto a la capacidad de
seleccionar las caracteristicas mds sesgadas y provee una compresibilidad latente
en los 3 afios donde transcurre las variantes epidemioldgicas en la poblacion.

Datos muestra 2020 (no son linealmente separables)

10000

8000

6000

Muestra

2000

[" Posible Variante Infeciosa[Respiratoria: 0}
Posible Variante Infeciosa({Corporal: 1)
L No Presenta ninguna variante(Dado de alta: Z)J

0 E) a0 & i)

%
Edad
lustracion 26- Diagnostico 2020, primer agrupamiento

La llustracion 26, dispone de los siguientes resultados: a medida que va aumentando la
edad, va incrementando alguna posible variante epidemioldgica (fase de inicio
Covid19). Esta grafica muestra que los datos no son linealmente separables, es decir
gue si tenemos una linea no la podriamos clasificar y esto nos muestra también parte
de la etapa de los arboles de decision.

Algoritmo ID3 Variante infecciosa Aplicando division numérica, en

(edades entre 0- (asintomatica) los datos se percibe pocos datos

20) confirmados, reflejando un
Variante infecciosa rendimiento de ninguna variante y
(confirmada) otras en estudio.

Ninguna variante
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Algoritmo ID3
(edades entre 20-
30)

Algoritmo ID3
(edades entre 30-
40)

Algoritmo ID3
(edades entre 40-
50)

Algoritmo ID3
(edades entre 50-
60)

Algoritmo ID3
(edades entre 60-
70)

Variante infecciosa
(asintomatica)

Variante infecciosa
(confirmada)

Ninguna variante

Variante infecciosa
(asintomatica)

Variante infecciosa
(confirmada)

Ninguna variante
Variante infecciosa
(asintomatica)

Variante infecciosa
(confirmada)

Ninguna variante
Variante infecciosa

(asintomatica)

Variante infecciosa
(confirmada)

Ninguna variante

Variante infecciosa
(asintomatica)

Variante infecciosa
(confirmada)

Ninguna variante

La distribucion de los valores para
este rango agrupa la mayoria de
la poblacion con sospechas de
alguna infeccibn debido a
cantidad de individuos que se
sumaban a los reportes,
definiendo un valor simple de ser
la poblacidon mas fuerte.

La porcibn con mas Covid
identificada, representando el
rango de edad «con mads
infecciones confirmadas y
agrupadas debido a que no
cumplen con la condicion.

La agrupacidén para este filtro
pertenece a los resultados
imparciales, conteniendo nuevos
casos positivos y una porcion
recuperada de la infeccién.

Las infecciones (positivas),
tuvieron una constante en este
rango de edades puesto que
siempre presentaron otro tipo de
variante epidemioldgica o de
salud.

La muestra de datos para
cualquier variante es muy minima

Tabla 3-Distribucién y componentes del arbol de decision 2021

Con este procedimiento, podemos apoyar una clasificacién mas limpia, cuenta con un
bloque de resultados de datos con valores separables, al no comprensibles para los
algoritmos planteados, disponemos de este procedimiento para lograr un
procesamiento de valores en conjunto. La ilustracion 11, rel(ne los progresos del
conjunto de datos del afio 2021 que nos permitird crear los arboles de decisién con
mayor precision de agrupamiento de datos, para este escenario es evidente el andlisis
obtenido, va aumentando la edad, ya los casos son identificados con mayor claridad y
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sin supuestos clasificatorios, incrementa
intermedia del Covid19). [Anexo 1].

la variante epidemioldgica (fase de

Datos muestra 2021 (no son linealmente separables)

100000

Muestra

80000

60000

40000

20000

[" " Posible Variante Infeciosa(Respiratoria: 0) |
Posible Variante Infeciosa(Corporal: 1)

i Mo Presenta ninguna variante(Dado de alta: 2) |

) 0 P

50
Edad

lustracion 27-Diagnostico 2021, primer agrupamiento

Algoritmo ID3
(edades entre 0-
20)

Algoritmo ID3
(edades entre 20-
30)

Algoritmo ID3
(edades entre 30-
40)

Algoritmo ID3
(edades entre 40-
50)

Algoritmo ID3
(edades entre 50-
60)

Variante infecciosa

Ninguna variante

Variante respiratoria
Variante infecciosa
Ninguna variante
Variante respiratoria
Variante infecciosa
Ninguna variante
Variante respiratoria
Variante infecciosa

Ninguna variante

Variante respiratoria

Variante infecciosa
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La particion inicial, sefala casos
puntales de jovenes de 18-19
afios, con la variante marcada de
covid-19, son muy escasos los
datos, con ninguna variante que
se replique para las siguientes
edades en porciones de datos
menores al anterior caso.

Una Gnica observacién con los
valores discretos. Por lo tanto, el
conjunto de datos continuos
dando ningun caso grave.

Estimar la primera porcién de
valores negativos y los agrupo
como principal atributo para
repartir el caso a una nueva
estructura de datos resultados.

Se ocupa de un conjunto de
datos mas dispersos ofreciendo
un incremento de muchas
desconfianzas debido a
pertenecer a la poblacién més
sensibles, pero con pocos casos
encontrados como peligrosos.

Estima los valores negativos
con wuna frecuencia mas
rapida y con una poblacién



mas baja debido a su funcién

Ninguna variante de asimilar otros atributos o
repartir el caso
estadisticamente entre  los
resultados.

Algoritmo ID3 Variante respiratoria Los supuestos disminuyen al
(edades entre 60- existir poca poblacién valorada

70) Variante infecciosa y el algoritmo de arbol a esta
altura cumple la condicion

Ninguna variante inicial aleatoria por muestra de
casos
Tabla 4-Distribucién y componentes del arbol de decision 2021

La ventaja principal de este procedimiento fue seleccionar la caracteristica mas
sesgada con una la naturaleza mas comprensible. En la ilustracion 12, los
resultados se encuentran totalmente limpios aplicando los conceptos que no son
realmente separables, los conjuntos de datos continuos y reflejan esta ultima
parte del afio donde los casos positivos se manifestaron solamente en sondeos de
poblaciones superiores 20000 personas y descartando la totalidad de infecciones
0 en su defecto personas recuperadas. [Anexo 1].

Datos muestra 2022 (no son linealmente separables)
160000

140000

120000 4

100000

Muestra
g
8

g
g

'~ Posible Variante Infeciosa(Respiratoria: 0) 1

L Posible Variante Infeciosa{Corporal: 1)

No Presenta ninguna variante(Dado de alta: Z}J

2 Y 2

0
Edad
lustracion 28-Diagnostico 2022, primer agrupamiento

En el presente escenario no se ve la necesidad de plantear una tabla debido a la
continuidad estadistica de los casos agrupados con resultados altamente similares con
respecto a la pandemia vivida.

3.4. Armado y toma de condiciones- Algoritmo de arboles de decisiones.

Segln los valores del atributo de division del capitulo anterior, los datos de
entrenamiento se dividen en varios subconjuntos correspondientes a los afios dispuestos
para efectuar la investigacion, asumiendo las caracteristicas de no ser linealmente
separables. Todas las instancias se moldearon al subconjunto perteneciente a la misma
clase, permitiendo que cualquier arbol de decision los agrupe de forma mas compacta y
los algoritmos proceden a estar mejor alimentados con sus datos. A continuacion, se
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plantea un recorrido de como se arma y toman las condiciones para la realizacion del
arbol de decisiones.

e Cargar los nuevos datos: La transformacién y consolidacion de los nuevos datos
realizados en el subcapitulo anterior ,permitird construir un arbol de decision con
variables mas completas. Por ende, se carga el nuevo modelo de tabla para luego
seleccionar las variables competentes.

r . |

—
T

_ﬂ

Transformacién Base de Datos Destino
(MsQL , Power BI)

Nuevos Datos

Archivo base — Covid-19

N

lustracion 29-Procedimiento de cargar datos.

¢ Seleccionar variables: EI nimero de variables Optimas para realizar el bosquejo del
arbol de decision dependerd al cumplimiento de las condiciones y el criterio categorias
planteadas, cuyo escenario se dispone de dos categorias. Se establecen dos variables:
Objetiva y Explicativa. Dentro de la variable Objetiva se toma toda la columna del
DataFrame “Variante Predicha’ y la objetiva se calcula a partir de las dos constantes
numéricas ‘muestra y edad’.

En segundo escenario se toman 4 variables transformadas, estas se estructuraron a
partir de los datos resultantes de la primera capa del arbol de decision del
procedimiento anterior por lo cual se construye una nuevo DataFrame en base a los
datos resultantes. [Anexo 2].

-
edad colesterol problema_cardiaco Muestra Variaste_Predicha edad sex_FEMALE sexo_MALE valoracion_Estornude valoracice_Frote valotacion_Tos pred
0 23 158843 0 0 e 1 om 0 0 ] [] 0 1
1 5 12147 0 1 18508 1 ? 1 0 0 1
2 4 7323 FR S 0 T ] 1 ] [
1w e p 1 T2 1. 0 1 0 1
2 2 1
no@ Emn . 4 @ 1 om: 0 ] ] 0 1
' I 1 5 1 0 °
6T 34 2
0 0 1

o 1
1 1
639 m 1R 1 0 o 1
o 1
1 1

@
2
1
e o o o o
()
o o = o o
o o o o o

L

llustracion 30- Transformacion de datos, drbol de decision a RJ48

A partir del nuevo DataFrame se agrupan 4 variables nuevas (llustracion 13), en dos
sub-grupos, objetivas y explicativas. Para el subgrupo de variables Objetivas seria la
columna Muestra y Sexo, para el subgrupo de variables Explicativas se toman las
columnas de variaciones: Estornudo, Frote, Tos.

Con estas nuevas variables se estructura el otro modelo de arbol RJ48.
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e Entrenar el modelo: Para entrenar modelo se implementa la libreria sklearn.
model_selection import train_test_split (funciones/métodos codificados),con ella
resolvemos el tema de consolidar nuestro arbol en un objeto con las variables,
consideradas en el punto anterior. Este algoritmo tomara las variables Objetivas y
Predichas, la clase asociada a esos pacientes (Objetiva), no va a separar los datos de
entrenamiento, simplemente creara el modelo y en datos de prueba (Explicativa) y asi
determinar qué tan bueno o malo es nuestro modelo de aprendizaje de maquina. La
prueba se ejecutara para los afos estudiados (2020-2023), se utiliza un tamafio de
testeo=0.30 facilitando la investigacion de los contactos y detectan infeccion aun
30%,con esto ya tengo mis datos preparados para el entrenamiento de arbol de decision.

()
Etapa de
entrenamiento \
( o
f d
- - -, Variables -

m train estsplt Objetivas / Explicativas é i
Datos de Entrenamiento  Algoritmo de Aprendizaje Madelo Datos de prueba Datos Finales

\. J

| 8

llustracion 31-Entrenar el Modelo, Etapa del AD

Para el segundo modelo se implementan los mismos procedimientos de programacion
del escenario anterior, en el entorno Python. Este algoritmo presentara un cambio en
cuanto a sus variables, debido a: se modelan 4 variables nuevas (fueron transformadas),
sin embargo, las clases asociadas siguen siendo las mismas. La prueba se ejecuta para la
misma fase (en afios), se utiliza un tamafio de testeo= 0.20, disminuyendo un 10% con
respecto a la anterior medicion, todo lo demas permite preparar los datos correctamente
para el entrenamiento del arbol de decision RJ48. Este algoritmo ofrece un analisis
practico y optimo de los datos ingresados, sus caracteristicas estuvieron modificadas
para adaptarlo al nuevo &rbol, este se caracteriza por ser menos denso y mas
comprensible en los datos, alcanzo un 78.5% de clasificacion de las variables, dejando
un 2% de sesgo de un posible error de programacién. [Anexo 3]

¢ Visualizar el modelo: Con el método tree.DecisionTreeClassifier [Anexo-cédigo] en
Python creamos el arbol, con el criterio de entropia (probabilidad categorica),
podemos calcular la profundidad del &rbol, es decir cuantas ramas se calculan y van a
ser consideradas, las ramas no tienen un numero especificado de profundidad para
cumplir una condicion, estas actuaran como evaluadores del modelo entre mas ramas
se profundice més acertado se volveria el modelo, estas predicciones se basan en la
cantidad de datos. A continuacidn, se ilustra los resultados para los afios de evaluacion
con las siguientes caracteristicas. Dos variables, criterio de entropia, el objeto creado
"arbol_decision" con su metodo fit. [Anexo 4].
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Variante Infeccién <= 1.5
entropy = 1.368
Samples = 50
Value =[30.9,11]

Variante Infeccion <= 53.0
entropy = 1.002
Samples = 36
walue =[27,7,2]

Edad == 20.5

aluw = [12.2,0]

lHustracion 32- Arbol de decisién, datos de entrenamiento 2020

Edad == 21.0
Entropy = 1.114
Samples=50
Value= [27,.22,1]

/

wariante Infeccion <= 56735 wvariante Infeccion <= 16890.5
entropy = 0.918 entropy = 0.984
Samples=3 Samples=47
Value= [0.2,1] Value= [27,20.0]

Edad < =61.5

entropy = 1.0

Samples=41
walue= [21,20,0]

entropy = 0.963
Samples=31
value=[12.19,0]1

lustracioén 33- Arbol de decision, datos de entrenamiento 2021

Samples = 50
walue =[30,9,11]

N

Wariants Infeccidn <= 286.5

entropy = 1.163

‘Samples = 28
Value =[11,16,1]

Edad == 50.5 Wariante Infecciéon == 506.5
entropy = 0.722 entropy = 0.595
r= == samples = 23
value =[0,4.1] value =[11.12,1]
entropy = 0.0 entropy = 1.0 entropy = 0945
Samples =S Samples = 2 Samples = 19
walue =[0,4.1] ‘walue =[0,1.1] Walue =[7.12.0]

Hustracién 34- Arbol de decisién, datos de entrenamiento 2022

Las llustraciones anteriores ofrecieron una ganancia de informacién, donde esta fue
sesgada (comprimir los datos a favor) hacia los atributos desempefnados a ser las
variables de entrada/salida del algoritmo, el principal funcionamiento de la ganancia
de informacién. La division desequilibrada de datos de la pandemia a través de los

Xl



afios, determino en cada uno de los nodos secundarios, presentara mas entradas de
clases (columnas de datos) en comparacién con los demas nodos. La relacion de
ganancia generalmente prefiere este escenario, depender de pocas ramas para poder
visualizar la capacidad del modelo arbol de decisién. Los indices de Variante infecciosa
proyectan resultados desfavorables a inicios del afio 2020 y todo el afio de 2021
porque tiene mas de dos categorias en el conjunto de datos donde determino mas de
una variante infecciosa.

A continuacién, se efectla otro tipo de modelo de arbol de decisidon para otras dos
variables (Objetiva y Explicativas). Las nuevas variables estan asignadas a las columnas
‘sexo’ y ‘muestra’ respectivamente. Las ilustraciones a continuacién ofrecen otro
panorama, una mayor precisién con respecto al desempefio anterior.

Infeccidn <= 7193.83
Sexo =0.46
Samples =72
Walue = [24,4E]

/

Infeccidn <= 6010.333
Sexo =046
Samples = 67
Value = [24,43]

Edad <=40.5

Sexo = 0.448

Samples = 65
Value =[24,43]

Infeccién <=2.83

Soaroas S
Samples = 5 e
_ Samples = 60
Value = [3,2] Value = [19,41]
Sexo = 0.444 \
Samples =3 Sexo=0.47
Value = [1,2] Samples = 45
value = [17,28]

Hustracion 35- Arbol de decisién J48, datos de entrenamiento (+4 variables) 2020

EEl EE EE E E E E3 ED

lustracion 36- Arbol de decisién J48, datos de entrenamiento (+4 variables) 2021
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Hustracién 37- Arbol de decision J48, datos de entrenamiento (+4 variables) 2022

Para esta presentacidn el algoritmo J48 utilizado en paralelo, logra ser un anlisis
o6ptimo de los datos ingresados, las caracteristicas se adaptaron mejor al modelo
anterior, puesto que presenta un arbol como mas subdivisiones y menos extenso en
porcién de cantidad con respecto a sus condiciones, alcanzando una clasificacion mas
rapida.

La funcidn principal de este caso fue agregar nodos o ramas con el fin de minimizar la
diferencia de los datos. Por tal motivo si se desea explicar y predecir caracteristicas u
observaciones pertenecientes a los objetos de una clase cuyas bases pueden ser
variables explicativas o cualitativas, utilizar modelos de arboles de clasificacién y por
otro lado para un modelo explicativo y predictivo para una variable cuantitativa
dependiente cuyas bases sean variables cuantitativas de igual forma.

e Interpretar modelo: Concluimos interpretando los resultados obtenidos en ambos
modelos de arboles de decisiones, estas interpretaciones van desde los valores internos
de cada nodo hasta la comparativa de ambos modelos y su consolidada estructura para
implementar y ejecutar en los proximos modelos de algoritmos, las ilustraciones a
continuacion (llustracién 20,21,22) brindan una explicacion mas sensible a lo
desarrollado.

Toda infeccion ~ Correspondea  Nivel 1, capa 2 Nivel 1, capa 1
debe ser 4 capas, es correspondiente al  correspondiente al
menor a 7193,  decir el ultimo nodo con los nodo con los
es decir las 3 nivel posee 4 siguientes siguientes
De nivel 0  sub-clases de nodos valores: valores:
anivel 4 infeccion decision.
debian sumar Sexo: 0.0 Infeccion <=6010
un resultado Samples: 5 Sexo: 0.46
menor. Value: [0,5] Sample: 67
Value: [24, 43]
La valoracién  Corresponde a Nivel 3, capa 5 Nivel 1, capa 1
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del brote debe la8 capa, es  correspondiente al correspondiente al
sermenora  decir el ultimo nodo con los nodo con los
0.5, es decir nivel posee 8 siguientes siguientes
De nivel 0 debe existir un  nodos decision valores: valores:
anivel 3 caso
sospechoso gini: 0.0 Edad <=42
por frote Samples: 1 gini: 0.341
Value: [0,1] Sample: 55
Value: [12, 43]
Para este
escenario existen
La valoracion dos escenarios  Nivel 3, capa 2
del brote debe  Corresponde a favorables. correspondiente al
sermenora 8 capas, es Nivel 3, capa 5 nodo con los
De nivel 0 0.5, esdecir  decir el ultimo correspondiente al siguientes
anivel 3 debe existirun nivel posee 8 nodo con los valores:
caso nodos decision  siguientes
sospechoso valores: Valoracion
por frote estornudo <=0.5
gini: 0.0 gini: 0.463
Samples: 1 Sample: 22
Value: [0,1] Value: [8, 14]

Nivel 3, capa 8
correspondiente al
nodo con los
siguientes
valores:

gini: 0.0
Samples: 1
Value: [1,0]

Tabla 5-Valores y caracteristicas, bosquejo de resultados de los datos.

En este orden de ideas, se visualizd en primera instancia una serie de nodos con
nomenclatura y condiciones similares que estuvieron presentes en ambos modelos de
arbol de decision y RJ-48, por ende, en la tabla 5 resaltamos una serie de
consideraciones bésicas para comprender un poco los valores obtenidos . Cada nodo
debia ser particionado de acuerdo con su condicion, en ambos modelos de arboles las
condiciones se basaban de acuerdo con sus caracteristicas definidas dentro de la variable
explicitas/objetivas, es decir las columnas involucradas en el apartado ‘Seleccionar
Variables’, estas condiciones regian una condicion aleatoria para cada nodo raiz.

En el primer modelo de &rbol de decision, la condicion rige sus filtros a partir de los
atributos del dataFrame, siendo la columna Infeccion. Dicha columna tomara las
condiciones numeéricas para elegir las 3 ramas o subdivisiones creadas por el algoritmo
de arbol de decision. A continuacién, se aborda una breve descripcién a los recorridos
de cada arbol, a partir de las ilustraciones 14-21. [Anexo 4]

v Arbol de decision, afio 2020: La seleccion aleatoria realizada por el primer
nodo refleja un resultado optimo, en tomar una condicién referente a los casos
(muestra) donde el filtro principal se basa en un caso y medio (0.5), siendo un alto
porcentaje de infeccion referente al Covid-19. Este procedimiento es favorable para
adaptarlo al modelo SIRD, ya que el modelo dispone de una condicion necesaria, la
cual es iniciar con un individuo infectado. Por ende, la simulacién inicial se ajusta de
la mejor manera al modelo de datos, por el cual facilita procedimientos a futuro.
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En el nivel 0, los nodos se distribuyen para dos condiciones, la primera: seguir
distribuyendo el nimero de casos de personas infectadas y la otra rama consolida al
disponer por la columna ‘Sexo’ de las personas que poseen un sintoma indiferente a la
variante Covid-19. (Ver llustracion 14)

Cada nodo dispone de constantes internas, estas se calculan con el fin de consolidar
una informacién mas certera, por ende, cumplen una caracteristica en la seleccion de
los datos. Las caracteristicas son:

e Entropy = Corresponde al criterio de entropia, es la cantidad de aleatoriedad en los
datos. Este nodo depende de la cantidad de datos aleatorios encontrados, para cada
nodo. El resultado de 1287, es el valor mas pequefio seleccionado para el arbol, esté
dispone de una entropia més pequefia en sus nodos y por ende devolvio el valor con
mas alto, en ganancia de informacion.

e Samples = es el valor de muestra que cumplen con condicién correspondientes a la
evidencia, es decir si la muestra de datos es > (mayor) de 1.5, personas con la
infeccion desarrollada, esa seleccionara el lado derecho, en su defecto ira al lado
izquierdo. En este nodo, Samples:14 es la muestra de valores que cumplen con la
condicion menor 1.5, es decir 14 personas no presentan ninguna condicion infecciosa
por Covid-19.

¢ Value= es una etiqueta vector que representa las posiciones de las filas versus las
columnas. Continuando con la condicién de la izquierda (x <=1.5), el valor
resultante Value: [3,2,9] determina lo siguiente: dada la columna 3, fila 2 logro
conseguir el valor 6ptimo de este nodo.

e VVariante de infeccion= visualizando el arbol donde la condicion es mayor a 1.5, el
algoritmo sigue agregando automatizaciones referentes a las muestras aleatorias de
los casos evaluados. EI nodo con la siguiente condicion <=58, traslada la inspeccion
a una muestra mayor.

e Sexo= la caracteristica surge cuando la condicion se cumple puesto que, al conocer
la poblacion afectada, se debe definir el nimero de personas agrupadas por
Masculino/Femenino.

Los demas nodos siguen la misma dindmica para evaluar cada rama/nivel del arbol, a
medida que se cumpla la condicién esta ira sefialando las caracteristicas con un nuevo
filtro. Si la condicion no cumple solo mostrara un nodo con valores y el vector
posicional

e Arbol de decision afio 2021:

La seleccion aleatoria en este escenario vario significativamente y realizo un cambio
posicional de una caracteristica, es decir vio la necesidad de definir de inicio la edad
como condicidn principal, esto se debe a al estado de datos, debido a que las muestras
ya presentan casos confirmados por infeccion Covid-19. Sin embargo, el algoritmo de
arbol de decision cumple con su funcién de inspeccionar todos los valores y
agruparlos con la condiciobn mas optima, esta condicién por consiguiente posee
inconsistencia referente a la poblacion que no presenta una variante infecciosa, esto se
debe a que existieron casos donde las personas tenian los sintomas y su calificacion
siempre fue Asintomatica.

Para este escenario, el procedimiento vario levemente, el nivel O, los nodos se
distribuyen para dos condiciones, ambas distribuyen la condicion ‘Variante de
Infeccion’. Las condiciones difieren, una confirma directamente las personas con
Covid 19 y la otra simplemente reubica las personas con valores de incertidumbre
bajos, con buenas probabilidades de mantener una tasa de personas sin una posible
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variante de infeccion.

Como en el escenario anterior, cada nodo dispone de constantes. Las caracteristicas
son:

v Edad = Corresponde a la condicion principal, con la que el algoritmo efectua las
comparaciones y asi estructura los demas niveles del arbol. El valor obtenido
<=21.0, es acorde a la situacion debido a que a partir de esa edad se pronuncia un
el andlisis de una posible variante y al estar en un afio con mayor presencia de
variante covid-19 no es ajeno a la precision del algoritmo de tomar la edad
promedio de los casos frecuentes.

v Entropy = El valor de 1.14 fue el valor mas pequefio seleccionado para alimentar
este arbol, como en el escenario anterior la entropia mas pequefia es seleccionada
y por ende devolvio el valor con mas alta ganancia de informacion y a partir de
alli efectia medidas de asignacion de valores menores.

v' Samples = En esta ocasion se convierte en una caracteristica del nodo principal.
Su valor 50 se instala a ser la muestra aleatoria que dispuso el arbol de modelo
para este conjunto de DataFrame y no fue la condicién inicial como en el
escenario anterior.

v Value= Cumple la misma condicién del arbol anterior, el cambio que se genera,
€s un nuevo vector con otro tipo de valores [27,22,1] avisa lo siguiente: dada la
columna 27, fila 22 logro conseguir el valor 6ptimo de este nodo que fue 1.

v Variante de infeccion = no prevalece como condicion inicial debido que el
algoritmo ya asume e identifica al instante el cambio de casos de variante
infecciosa. Por ende, se convierte en una condicion simultanea en las demas
capas/ramas del arbol. Para ambos partes las condiciones estan simplificadas por
el factor ruido (izquierda de la gréfica) y su evidencia. El factor ruido refleja que
el algoritmo aun percibe de manera perfecta los casos confirmados con variante
Covid y sigue extrapolando valores semejantes a una persona sin infeccién. El
valor para considerar es <= 56323, esta escala es muy alta y se debe a la duda que
persiste en el algoritmo, puesto que para esta instancia ya habia muchos casos
confirmados y casos reajustados para otra valoracion.

El factor evidencia define con un criterio mas acertado las condiciones simultaneas
gue va considerando el algoritmo para ir identificando los rangos basados en edades
de las personas con infecciones confirmadas.

Los nodos de los siguientes niveles cumplen la misma consideracion del nivel/rama 0,
si la condicién no cumple tomara el camino del ruido/error y si este cumple su
condicion inicial tomar el camino del factor evidencia, por el cual mostrara un nodo
con valores y los vectores posicionales.

e Arbol de decision afio 2022:

Las condiciones presentes para este &rbol son de transicion, con respecto al tiempo
de la pandemia, su nodo inicial dispone de una condicion primaria, se percibe un
coste bajo de prediccidn, esto se debe a sus caracteristicas con valores altos y un
vector promedio que cumple un estado intermedio de los valores.

v" Variacion Infeccion = El valor de <= 1.5, estipula como un valor nominal con
respecto a la identificacion del préximo modelo, es decir a partir de este valor se
construye el proximo DataFrame para evaluar las distribuciones posteriores a este
escenario. Regresando a este valor refleja un mismo valor inicial del arbol
construido para el 2020. Se refuerza el nodo inicial con la caracteristica ‘Value’,
es decir si el valor es <=1.5 esta decision se ubicara en otro nodo con el
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agrupamiento de vectores posicionales en los extremos de los datos.

v Samples = La muestra inicial es de 50 individuos seleccionados y agrupados para
ser evaluados. Para esta instancia los valores de la muestra son muy escasos y su
procedimiento de agrupacion con respecto a la condicion inicial permite que el
arbol se resuelva con pocas ramas. Los niveles de la derecha conservan muestras
superiores a 25 personas, esto se debe a que el algoritmo esta mencionando que la
data ya debe ser modificada para otro modelo de datos y los niveles de la derecha
ofrecen una data minima para indicar que ya no podria evaluar mas condiciones.

v Value = El vector raiz identificado [30,9,11], es un resultado aleatorio tomado
por el algoritmo RJ-45, los demas vectores poseen una caracteristica en coman y
el referente a sus posiciones 0 con valores 0, estos valores los identifica de
inmediato debido a lo que se mencion6, al no haber valores identificados el
algoritmo simplemente cierra el sondeo en posicion columna o fila.

e Arbol RJ-48 afio 2020:

Las condiciones percibidas en el nodo inicial marcan una prediccion y agrupamiento
mas fuerte, debido al analisis de mas columnas de evaluacion. El valor obtenido
genera un poco de ruido debido al aprendizaje inicial del algoritmo RJ-48, este asimila
todas las transmisiones por variante Covid, como casos confirmados y aun no se logra
considerar la diferencia de estos en casos asintomaticos o definir si la poblacién
cumple con un alto indice de infeccion. Es natural presentar este escenario debido a su
primera evaluacion, se refleja en el refuerzo que tuvo el primer nodo con
caracteristicas muy sdélidas y especificas. Las caracteristicas ofrecen un porcentaje de
precisién en cuanto al valor mas optimo que puedo encontrar, viendo el valor del
‘Sexo’, la poblacion seleccionada es la femenina, al indicar los individuos menos
afectados con el nuevo modelo de datos. A su vez se visualiza un cierre en su lado
derecho, donde efectuar un agrupamiento para el sexo masculino y no logro conseguir
un nodo fuerte para seguir expandiendo sus condiciones, por ende, la division de las
condiciones es rapidas, el lado derecho prosigue agrupando condiciones y
caracteristicas de forma continua y su lado derecho no logro ampliar mas condiciones.
[Anexo 5]

Como en el escenario anterior, cada nodo dispone de constantes. Las caracteristicas
son:

v Infeccion = El valor inicial de <= 7193 seleccionado por este algoritmo es un
importe alto, como se menciond en el introductorio del arbol RJ-48 que es un
namero con un cierto grado de ruido, pero que a su vez fue reforzado por una
serie de caracteristicas que ofrecieron un mejor panorama en sus ramas/niveles.
En los demas nodos refleja caminos acotados por la caracteristica fuerte, Sexo.
Dicha caracteristica disminuye su porcentaje a medida que este nodo es dividido
y finalizado.

v' Samples = La muestra inicial es de 72 individuos seleccionados y agrupados
para ser evaluados. Para esta instancia los valores de la muestra son relativos, su
aprendizaje es lento y por ende selecciona un rango poblacional inferior a 100
individuos, corresponde a su procedimiento por defecto. Las muestras son
cerradas cuando la caracteristica ‘Sexo’ se encuentra de por medio y a su vez la
caracteristica fuerte va disminuyendo con respecto a los valores correctamente
visualizados.

v Value = El vector raiz, identificado: [24,48], como en todos los escenarios es un
resultado aleatorio tomado por el algoritmo RJ-48, este presenta una variacion
con respecto a su posicion y es al no ser sefialado con su coordenada valor, esto
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se debe a un aspecto basico pero conciso y es porque se basé la mayor parte de su
seleccidn en las columnas con valores iguales a femenino. Al poseer condiciones
cerradas este no ve la necesidad de sefialar especificamente sus valores. Los
demés vectores presentan una condicibn muy marcada y se menciono
anteriormente, esta presente en la mayoria de los nodos decision que involucren
la caracteristica ‘Sexo’, puesto que sus posiciones suelen repetirse 0 no buscan
posiciones tan alejadas de los valores iniciales. [Anexo 6]

e Arbol RJ-48 afio 2021:

En este escenario el nodo creado por el algoritmo es muy diferente, aunque
conserva la profundidad de agrupamiento de 3 niveles/ ramas, la diferencia recae
en su nueva caracteristica de nodo. La caracteristica Gini determina el porcentaje
de aceptacion del nodo y su complejidad de agrupamiento, con esta nueva
caracteristica el nodo raiz debe conservar muestras homogéneas sin existir un
criterio de observacion cerrado, es decir en la lustracion 18, las muestras
poblacionales seleccionas por este nodo se distribuyen con rangos de diferencias
muy bajas. La caracteristica ‘infeccion’ determina la condicion inicial para este
cuadro de valores, el algoritmo interpreto de mejor manera, el escenario anterior
puesto que comprendié que a partir de la caracteristica ‘Sexo’ podria agruparlos
por igual y no depender de esta misma variable solo para un escenario, es decir
impone los dos valores contenidos en esta caracteristica (Masculino/Femenino) y a
partir de ellos evalUa los 3 niveles asignados. [Anexo 5]

A continuacién, se indaga los valores/caracteristicas obtenidas:

v" Valoracion Brote = Siendo la condicion inicial, con un valor de <= 0.5, indica
una estimacion primaria de 50%, que selecciono el algoritmo como una porcién
optima para dar comienzo al armado de este arbol, a su vez esta caracteristica
estd muy marcada con las demas y no depende ubicarse en los demas nodos
para interpretar los datos agrupados.

v Gini = el valor inicial de 0.41, determina el porcentaje de aceptacion, es decir si
este valor esta mas cerca de 0, se considera optimo por la ausencia de ruido o
errores, por ende, su nodo 0 distribuye de buena manera este porcentaje de error
y lo va reduciendo de acuerdo con sus componentes. Si se observa el ultimo
nivel/rama ya viene reducido ese porcentaje a 0, esto quiere decir que la
densidad de los datos es buena para modelar a otros algoritmos.

v/ Edad = siendo la condicién secundaria con respecto a los nodos y a su
rama/nivel de evaluacion. Gracias a la interpretacién y mejora del algoritmo
para este DataFrame. Los valores <= 42 y <=30, vienen precedidos de dos
caracteristicas que a su vez determinan una nueva condicion, esta es: ‘Sexo’
puesto que este nodo divide los dos atributos (Masculino/Femenino) de la
columna para efectuar su inspeccion a los agrupamientos posteriores. Los
resultados mencionados anteriormente poseen una variante y es que, al
distribuir de sus nodos a una condicién no cumplida, esta se apegara al otro
valor de la condicidn inicial (Valoracion Brote, Valoracion tos).

v' Samples = Ya ha sido considerado esta caracteristica en los anteriores modelos
de éarboles, para este escenario conlleva el mismo significado. La muestra inicial
fue de 75 personas evaluadas.

v Value = Provee los vectores posicionales, los valores no fueron seleccionados
por el algoritmo, la novedad se debe a la fuerte cohesion de los datos y no
considera seleccionar valores minimos debido al importe divisién de la columna
‘Infecciodn tos’, ‘Infeccién estornudo’ e ‘Infeccién frote’. En el ultimo nivel las
posiciones seleccionadas mantienen una similitud al conservar posiciones entre
los 5 primeros valores, esto se debe al peso que tiene la condicion inicial (Nodo
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0), esta posicion arrastra las caracteristicas ya consolidadas en el atributo
infeccion.

e Arbol RJ-48 afio 2022:

El ultimo nodo establecido es muy similar al anterior, la diferencia mas fuerte radica
en las caracteristicas ‘Gini’ debido a los valores éptimos de la 2 rama para abajo, se
consolidan varios nodos con un valor a 0, es decir 0% de ruido por parte de los datos.
Los datos finiquitaron la deuda de estimacion de los demas nodos, este arbol se
considera el mas claro y definido hasta el momento, este acercamiento es valido
comentarlo por los siguientes motivos: la muestra de datos del DataFrame estan
reducidas en sus columnas ‘Infeccion frote’, ‘Infeccion tos’ y ‘Infeccion estornudo’;
también se puede mencionar que el algoritmo comprendié mejor como construir el
arbol y por dltimo se puede deducir que el afio de construccién del arbol favorece
mucho en las condiciones de los datos, puesto que ya no debe existir ruido en los
datos debido a que estos ya estan definidos e identificados. [Anexo 5]

Para esta ocasion no sera necesario especificar los resultados obtenidos debido a las
reiteradas ocasiones que se mencionaron y a su vez los valores predichos hasta esta
instancia reflejan un final de la pandemia y por ende existen fuertes agrupamientos
gue no necesitaron ser alimentados.

Lo més sobresaliente de disefiar los Arboles de Decisiones y RJ-48, es consolidar
nuevas variables de entradas y salidas que se implementaran en los préximos
algoritmos definidos en la investigacion. En definitiva, el procedimiento concreto en
este capitulo cumple una funcion fundamental, las estructuras quedan compactas y
precisas para aplicar correctamente el modelo SIRD, dicho modelo requiere de un
filtrado de los datos, esta informacion requiere y necesita variables modeladas con
caracteristicas, muestras en conjunto, por ende, los Arboles desarrollados facilitaron
esta labor.

Luego de culminar el despliegue, disefio y distribucion de los datos a través de
arboles de agrupamiento, se procede a desarrollar una comparativa entre los
algoritmos descritos a lo largo de este capitulo, el arbol de decisién se implemento
en base a una DataFrame méas desordenado que a medida que se alimentaba el
algoritmo este permiti6 organizar los valores y agruparlos aleatoriamente con
condiciones acordes a la necesidad; mientras el arbol RJ-48 implemento la mejora de
datos resultantes del Arbol de Decision, estos valores se replantearon con la idea de
agregar mas columnas de evaluacion, al observar los resultados del anterior
DataFrame, los resultados favorecieron el planteamiento del problema del modelo
SIRD.

En consecuencia, a lo visto hasta el momento, se efectla una leve comparativa de los
resultados obtenidos entre los dos Algoritmos de arbol. A partir de las siguientes
ilustraciones podemos observar la eficacia obtenida por ambos factores de decision.
[Anexo 6]

= La ilustracién 20 ofrece la siguiente interpretacién: los dos modelos de
algoritmo de arbol estan representados en funcién a la eficacia con respecto a la
poblacion anual, por ende, se interpretan los escenarios de cada uno de los &rboles
descritos anteriormente. Los dos grupos, Arbol de decision (0, Gris) y Arbol RJ-48
(1, Naranja) reflejan la efectividad, desempefio y visibilidad al favorecimiento con
respecto a la muestra. El factor X (Eje X) de la tabla comparativa se basa siempre
en la condicion inicial de los modelos definidos anteriormente, es decir ‘Variante
Infeccion’ para el Arbol de Decision (color gris) e “Infeccion’ para el arbol RJ-48
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(color naranja). Conociendo la interpretacion de la grafica solo resta mencionar que
para esta comparativa el modelo de &rbol de RJ-48 posee mejor ajuste de
condiciones para el respectivo DataFrame del afio 2020, sin embargo, no queda
descartado el rendimiento que tuvo el algoritmo arbol de decision, considerando
gue este tomo valores desordenados.

16 1 Variante_Predicha
=0

14 4
|/l

Muestra

30 40 50 60 70
Algoritmo Arbol

lustracién 38-interpretacion Arbol de Decisién vs RI48 2020

= La ilustracion 21 ofrece la siguiente interpretacion: Los dos grupos, Arbol de
decision (0, Gris) y Arbol RJ-48 (1, Naranja) reflejan la efectividad, desempefio y
visibilidad de favorecimiento con respecto a la muestra. El factor X (Eje X) de la
tabla comparativa se basa siempre en la condicidn inicial de los modelos definidos
anteriormente, es decir ‘Edad’ para el Arbol de Decision (color gris) y variante
‘Infeccion Brote” para el Arbol RJ-48 (color naranja). Conociendo la interpretacion
de la gréfica anterior y visualizando esta nueva gréfica se puede indicar que a partir
de 65 0 mas condiciones ambos algoritmos mantiene estrechamente una evaluacién
similar y efectiva, para esta interpretacion se repite la efectividad del algoritmo RJ-
48 y a menor condiciones ,mayor es la efectividad para evaluar los datos y el
algoritmo de decisiones al tener mas condiciones mejor efectividad.

16 1 Variante_Predicha
/o
R §

14

edad
lustracion 39- Interpretacién Arbol de Decision vs RI48 2021
La ilustracion 22 ofrece la siguiente interpretacion: En las interpretaciones
anteriores, dimos a conocer el contexto y la evaluacion reflejada en las gréficas.

El factor X de la tabla comparativa se basa siempre en la condicion inicial de los
modelos definidos anteriormente, es decir ‘Variante infeccion’ para el arbol de
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decision (color gris) y ‘Variante Infeccion Brote’ para el arbol RJ-48 (color
naranja). Ahora para esta interpretacién final, se minimiza el rendimiento del
algoritmo de decision con respecto al algoritmo RJ-48, sin embargo, este dltimo
sigue conservando mejor rendimiento en todas las interpretaciones estudiadas
hasta el momento. Para este escenario queda demostrado nuevamente que a
menor condiciones para evaluar el algoritmo RJ-48 es mas eficaz y a mayores
condiciones el algoritmo Arbol de Decisién mantiene una eficacia mas alta.

r e |
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Algoritmo Arbol
S -

lustracién 40- Interpretacién Arbol de Decision vs RJ48 2022
3.5. Soporte y despliegue de la herramienta Jupyter - Algoritmo de investigacion
SIRD.

Machine Learning como modelo de datos provee una serie compleja de algoritmos
como Random Forest Classifier, SVM, KNN+NCA, Gaussian Naive Bayes, Decision Tree
Classifier, Multilinear Regression, Logistic Regression, etc. Al crearse un modelo
descrito anteriormente, este utiliza las transformaciones de los datos,en el dataset raiz
de datos (University of Liége, 2015) [10]. El calculo y la precision de los algoritmos
tomados para la investigacion dependeran de una serie la regresiones o procesamiento
posteriores a los datos con el fin de interpretar los coeficientes deterministicos con
respecto a las variables que mantienen el modelo.

Después de conocer el procedimiento y la funcionalidad del modelo SIRD en este
apartado. La tasa de transmision f(t), es el punto inicial para estimar los modelos
mencionados, a partir de una serie temporal de valores de infecciones activa,
distribuidos en las 3 zonas estudiadas (BA, CABA, Mendoza).

La primera propuesta se deriva a partir de un ajuste exponencial de los datos
transformados por el algoritmo de Arbol de Decision y RJ-48, estos valores se
complementan con informes diarios de la transmision de la variante Covid-19 en cada
una de las areas estudiadas y mencionadas por el Gobierno, estos informes brindan
evolucion; usando las variables de datos de los infectados. La segunda propuesta se
desprende a partir de la identificacion los periodos anuales con diferentes fases
asociadas a la evolucion con respecto a las medidas gubernamentales (dadas
mensualmente). La tercera propuesta se deduce a partir de las muertes agrupadas por
‘edad/sexo’ de la cantidad de infectados activos.



bt

cenario de Ajustar el
Entrenamiento Modelo
Etigueta
Resultante

>
4 ol
- —) = ¥+
Constante
Valoracion; m 'ﬁ +
Frote, Estornudo,
Corporal \ /

llustracion 41- Propuesta, procedimiento del modelo de algoritmos con su etiqueta inicial y final

La primera propuesta mencionada anteriormente, permite visualizar una serie temporal
de datos basados en algoritmos bases de Python, dando una proyeccion escalada de los
métodos a implementar. La finalidad de este procedimiento es dar inicio al entorno de
prediccion de datos en Jupyter Network, para ello es importante tener instalado en su
totalidad los Packets del lenguaje, version de programacion Python y sus respectivos
complementos. Para ello fue vital haber procesado y transformado los datos referentes
a los estudios de la variante covid-19 en formatos méas ductiles de manipular (.bd,
.pbix), tener instalado la herramienta Anaconda con sus respectivas librerias
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llustracion 42- Plataforma Anaconda, procesamiento de volimenes de datos y
aprendizaje de datos.

La segunda propuesta mencionada, es identificar los periodos anuales, con esto se
amplia la agrupacién e implementacion de codigo predictivo, imprimiendo una
brecha clara de cémo disminuyen o aumentan la correlacion de muertes, contagios
hasta predecir el final de estos incrementos en base a las tazas de error calculados
que promedian resultados minimos para luego asi compararlos con los reportes del
gobierno y también determinar la fase final de esta pandemia, resaltandolo en el
modelo SIRD. [Anexo 7]



r . |
[10]: muestras2026-pd.read excel(ruta+"yyy.xlsx", parse_dates=True,sheet name='2020") BArAVESEFRE
muestras2020.head(5)

[18]: CIUDADES Fecha Muestra_apertura Muestrapert acum  Segunda_muestra TerceraM clasificacion Inf Respiratoria Primera Contagio_Comporal Primera Inf Respiratoria Segun

01/01/2020
0 CABA - 0 o 3 4

2 CABA 2
15/02/2020

3 CABA - 2
30/02/2020
01/03/2020

4 CABA - 24 24 28 13 5 19
15/03/2020

| 4

llustracion 43- Periodo Anual 2020, vista de datos en Jupyther Network

r = |
muestras2028=pd. read_excel (ruta+"yyy.xlsx", parse_dates=True,sheet_name='2021")
muestras2020. head(5)
CIUDADES Fecha Macumulada Muestra_apertura Segunda_muestra TerceraM clasificacion Inf Respiratoria_Primera Contagio_Comporal Primera Inf Respiratoria_Segunda
01/01/2021
0 CABA - 10975 10975 11401 10911 1001 9974 5431
15/01/2021
15/01/2021
1 CABA - 28395 17420 15913 16183 9321 8099 6210
2 CABA - 43815 9378 8659 8882 3410 5968 3412
15/02/2021
15/02/2021
3 CABA - 55193 n7 6834 15776 413 324 234
30/02/2021
01/03/2021
4 CABA - 55930 10083 9520 9582 7431 2652 4591
15/03/2021
= o

llustracion 44-Periodo Anual 2021, vista de datos en Jupyther Network

muestras2822=pd. read_excel(ruta+"yyy.xlsx”, parse_dates=True,sheet_name='2022")
muestras2622. head(s)

CIUDADES Fecha Muestra_apertura Segunda_muestra TerceraM _clasificacion Inf Respiratoria_Primera Contagio_Comporal Primera Inf Respiratoria Segunda Contagio_Comp
01/01/2022
0 CABA - 138843 213054 210199 83425 75418 11129
13/01/2022
15/01/2022
1 CABA - 121417 413403 128667 62189 59228 231091
2 CABA 73229 60072 61809 32541 40688 30036
3 CABA - 42903 31881 33584 24761 18142 15670
30/02/2022
01/03/2022
4 CABA - 52544 43501 44035 23681 26863 23774
15/03/2022
= .

lustracion 45-Periodo Anual 2022, vista de datos en Jupyther Network

La dltima propuesta se basa en identificar las columnas soluciones del teorema
SIRD y a la agrupacion de salidas de esa clase o en su defecto la salida de un valor
usando la data de entrenamiento. Estas salidas son consideradas por las variables
discretas o continuas de acuerdo con el algoritmo requerido y la resolucion que se
plante6 en los fundamentos tedricos. El procedimiento se basa méas en identificar

las variables politomicas, para tener toda la informacidn sobre una condicion



concreta de la variable X (Muerte, Recuperados, Sintoma final)
cualitativa/cuantitativa, es decir se codifica cada categoria y plasma la informacion

a una muestra final compuesta. [Anexo 8]
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5000 4
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lustracion 46-1dentificacion de variables politdmicas, condicion
Sexo/Muertes

3.6. Modelado, Evaluacién y Regresion de los datos.

Una vez definidas las propuestas, se procede a efectuar técnicas de exploracion de datos
gue se utilizaran para la mayoria de los casos de predicciones y conlleven a una
solucion del modelo SIRD, linealizando cada una de las regresiones de los datos. Al
implementar una solucion predictora, con dicha técnica consideramos ajustar la mejor
linea de valores en consideracion a las constantes requeridas por el teorema. Dicha linea
comprende relacionar el predictor con los valores de prediccion obtenidos por el patrén
de cada fase del modelo SIRD. [Anexo 9]

3.6.1. Primeras Muestra, Agrupacién del modelo de datos — Primer Criterio.

Los detalles se proporcionan a partir de los modelos de datos complementarios.
Ajustamos el modelo a partir de agrupaciones referentes a las variables categoricas/
numéricas basados en aprendizajes supervisados y no supervisados, siendo las
muertes modeladas e informadas por la distribucién de infecciones considerando en
poblaciones referentes a la edad, sexo y muertes. La distribucion y proporcion de
datos deben cumplir el patron N del modelo SIRD, el cual fue estimado con 15 dias
del mes; ajustada en la estructura mencionada a la poblacion referentes. [Anexo 10,
11,12]
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llustracion 48-Segunda Muestra de Apertura Covid 19 afio 2020.
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llustracion 47-Tercera Muestra de Apertura Covid 19 afio 2020.

Las llustraciones 47,48,49 representan en gran medida la agrupacién referente a la
muestra determinada para cumplir el primer criterio de aceptacion del modelo sugerido
para la investigacion. Asociar los datos de las ciudades estudiadas y sefialadas en 3
muestras particionadas en rangos quincenales durante cada afio, donde la variable
Dummy (continua, cuantitativa/cualitativa) asignada fortaleza a la linea predictora.

La primera muestra consolida las muestras iniciales, ofrecida por el gobierno de
salubridad de Argentina brindando un escalar continuo hasta cumplir un periodo
semestral donde se remarca un incremento exponencial en la ciudad de CABA , el
incremento en ciudad de Buenos Aires se particiona en un balance promedio con la
muestra anterior y para la ciudad de Coérdoba el valor estadistico es totalmente inferior
por la dispersion del virus en sus inicios.

La segunda muestra cataloga una proporcién semejante en ambas muestras de las
estudiadas, los boletines confirmados y el incremento mundial del virus, en el mundo
provee un alza del 6,9 % en nuestros resultados con respecto al primer afio y la variante
del virus.

La tercera muestra describe le evidencia final de la pandemia puesto que los casos
disminuyeron por factores de discrepancia poblacional (desigualdad de datos no
coincidentes) final debido a la constante muerte, constante recuperacion, constantes de
variantes de infecciones que en el transcurso del proyecto fueron apareciendo.

En definitiva, en el transcurso de este segmento de resultados cumplen con el camino
del primer criterio para construir el modelo SIRD, despejando todas las variables
dicotomicas (toma dos valores Infectado/No infectado) que faciliten el flujo del modelo
y por ende se agrupan primero las porciones de datos anuales, cumpliendo con la
variable tiempo en porciones de n= 15 dias.

3.6.2. Afecciones Persistentes, Agrupacion de los datos — segundo criterio.

Las infecciones por virus COVID-19, mantienen efectos a largo plazo, conociendo
este escenario y cumpliendo con la condicion del modelo. Esta investigacion
determina dos tipos de afecciones persistentes en la pandemia, estas se identifican, se
agrupan como en el apartado 3.4.0. Las afecciones persistentes sefialadas se definen
en téerminos generales como infeccion respiratoria y contagio corporal.



Esta definicion de afecciones persistentes por COVID-19, fue recreada para ajustar el
segundo criterio y adicionar todas las posibles variables Dummy (variable categorica)
esta concuerda con las variantes de las salidas del modelo junto con valores
deterministicos. [Anexo 13]
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lustracion 48-° Muestra, Afeccidon Corporal agrupado por sexo.

Definir las afecciones producidas por el Covid-19 favorece una apertura de esquema
gue alimentara el modelo, el segundo criterio congrega las ilustraciones con cada una
de las compilaciones programadas por muestras quincenales (patron N del modelo).
En las ilustraciones que se veran a continuacion, se busca observar los limites de cada
frecuencia a través del modelo de Python llamado upper fence.

Con la ayuda del algoritmo upper fence, proyectamos una barrera limite, inferiores y
superiores de los datos y cualquier valor que se concentre fuera de estos limites
definidos, puede considerarse un valor atipico. En la llustracion 50, calculamos los
cercos (aproximaciones) porcentuales encontrando los limites superiores e inferiores
para la infeccion corporal en la primera muestra, los resultados fueron los siguientes:

Caba 4.66% 4.64% 0.1% 0.1% 1.108%  0.7%
Buenos 0.96% 2.92% 0.03% 0.01% 0.2% 0.34%
Aires

Cordoba 0.064% 0.25% 0% 0% 0.001%  0.00092%

Tabla 6-Algoritmo Upper fence, afeccion corporal 1° Muestra, 2020.

En la lustracion 51, calculamos los cercos porcentuales encontrando los limites
superiores e inferiores para la infeccidon respiratoria en la primera muestra, los
resultados fueron los siguientes [Anexo 14]:
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Limite Superior Limite Inferior

Caba 5.82% 2.97% 0.176% 0.053% 0.49 % 1.10%
Buenos Aires  2.31% 1.77% 0.028% 0.015% 0.11% 0.40%
Coérdoba 0.25% 0.004% 0% 0% 0.0018% 0.0004%

Tabla 7-Algoritmo Upper fence, afeccion respiratoria 2° Muestra, 2020.
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Transmision Covid-19- Segunda Muestra
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llustracion 49-1° Muestra, Afeccidn Respiratoria agrupado por sexo.

En la lustracion 51, calculamos los cercos porcentuales encontrando los limites
inferiores e inferiores para la infeccion corporal en la segunda muestra, los
resultados fueron los siguientes: [Anexo 15]:

Ciudad Limite Superior Limite Inferior Mediana
Caba 4.73% 3.24% 0.001% 0.01% 0.88% 16.10%
Buenos Aires 1.68% 2.57% 0.01% 0.0064 0.26% 0.43%
Cérdoba 0.162% 0.041% 0% 0% 0.0013% 0.0092%

Tabla 8- Metodo Upper fence, afeccion corporal 3° Muestra, 2020.
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lustracion 50-2° Muestra, Afeccion Respiratoria agrupado por sexo.

En la lustracion 51, calculamos los cercos porcentuales encontrando los limites
inferiores e inferiores para la infeccion corporal en la segunda muestra, los
resultados fueron los siguientes [Anexo 16]:
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Caba 5.248%  3.49% 0.09% 0.07% 1.14% 1.27%
Buenos 1.65% 3.64% 0.023% 0.004% 0.20% 0.23%
Aires

Cérdoba 0.126%  0.041% 0% 0.0055% 0.0013% 0.0003%
Tabla 9- Algoritmo Upper fence, afeccién corporal 1° Muestra,2021.

2-Transmiskon Covid-19
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llustracion 49-2° Muestra, Afeccion corporal agrupado sexo, 2021.

En la lustracion 49, calculamos los cercos porcentuales encontrando los limites
inferiores e inferiores para la infeccidn corporal en la segunda muestra, los resultados
fueron los siguientes:

Caba 3.5% 2.93% 0.06% 0.030% 1.01% 1.14%

Buenos 1.125% 1.156% 0.01% 0.06% 0.21% 0.34%

Aires

Cérdoba  0.092%  0.04% 0% 0.005% 0.0013% 0.004%
Tabla 10- Algoritmo Upper fence, afeccién corporal 1° Muestra, 2022.

r T

3-Transmisign Covid-19

llustracion 50-3° Muestra, Afeccion Respiratoria agrupado por sexo 2022

Las personas contraen las afecciones persistentes al COVID-19 por varios nombres,
tales como afecciones posteriores al COVID-19, COVID-19 de larga duracién, COVID-
19 pos-agudo, efectos a largo plazo del COVID-19 y COVID-19 crénico, todas estas
afecciones representan las columnas y atributos de la tabla base . También se utiliza el
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término secuelas pos-agudas de la infeccion por el SARS-CoV-2 (PASC, por sus siglas
en inglés) para referirse a un subgrupo de afecciones persistentes al COVID-19.

3.7. Discusion, enfoque y seleccion del Modelo aplicativo SIRD.

El procedimiento SIRD fue precedido por muchas investigaciones como eleccion
funcional de la mayoria de los procedimientos ante su capacidad alta de asimilar datos
correspondientes a multiples variables de salida y en escenarios de pandemias, con
respecto a poblaciones referentes a datos simples y escasos para desplegar. Sin
embargo, los periodos largos determinan un buen balance dependiendo de la integracion
de los datos, por tal motivo se desarrolla cada una de las fases de la investigacion para ir
asimilando una correlacion de datos méas continua lo cual permita una apropiada valides
de predicciones con respecto a sus variables de salida [muertes, recuperaciones]. La
propuesta de tomar el modelo SIRD es el aspecto de incorporar variables fragmentadas
para representar mayor grado de detalle cada ciclo del modelo (Susceptibles-Infectados-
Recuperados), por lo tanto, se requirié multiples datos. [Anexo 17]

Por ejemplo, el algoritmo adaptado al modelo SIRD, ira modificando las muestras
estipuladas por el capitulo anterior con respecto a su ciclo, partiendo de cada etapa con
su respectivo algoritmo final de Machine Learning. Todo lo anterior rige un paso a paso
por el cual captura mejor el resultado de dicha pandemia para nuestro escenario.

En este contexto, la propuesta del algoritmo SIRD en Python describe paralelos de
soluciones que conservan el mismo nimero de variables que se ajustan libremente al
algoritmo, desde una variable -hasta n variables determinando los grados de libertad
para estipular una prediccion requerida por los datos.
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llustracion 51-Diagrama de Proceso de la investigacion.

3.7.1. Sustraccion, transmision como parametros del modelo SIRD.

El propdsito principal es definir una tasa de transmision inicial B, se visualiza con
distintas aproximaciones en tasas de tiempo variables, permitiendo mejores
predicciones con respecto a cada dato filtrado en un lapso de la muestra en dias [15,30
dias] , referentes a la mutacion de la variante con respecto a los lapsos de tiempo de
pandemia. Cada resultado debe ser coherente con las variantes del algoritmo, cuando
son encontradas en base a las fases y el tiempo de cada tasa de contagio, introduciendo
la primera equivalencia, B(t) > 0, disminuye o incrementa con respecto al tiempo. Las
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funciones proveen mitigar tipos de valores logisticos, o representa la tasa de
transmision antes de aplicar cada regla del algoritmo, esta es la medida es el
aislamiento y la recuperacion a partir de variantes de salud que no incriminan la
defuncion de las personas y permite ver con claridad la proyeccion de cada flujo
predictivo con respecto al pardmetro comparativo de la variable velocidad que define
el descenso de los pronosticos.

Lo mismo se resuelve con cada tasa de reduccion vy, dejando que sean las variables las
capaces de captar mejor los cambios con la fase incorpérea de recuperacion. Sin
embargo, la fase inicial de la pandemia predomina resultados constantes, porque no se
justifico la opcidn de un algoritmo de prediccion de epidemia.

4. Aspectos Tecnologicos y Metodoldgicos del Caso de Estudio Desarrollado

En el transcurso de la investigacion se proyectaron variables precisas correspondientes a
las infecciones y muertes hasta el fin, reportando una mortalidad en 2022 para toda
Argentina.

Las 5 muestras anteriores son previstas para los casos acumulados que se implementan
para este apartado, debido al algoritmo SIRD se separa por una mediana, los subconjuntos
de infecciones activas, el recuento de muertes en las ciudades mencionada. Estas 3
ciudades fueron seleccionados como ejemplo referente porque son zonas diversas en
tamafio de poblacion, espacio y dispersion de progresion de area capital/estado diversas
del Covid-19. Las cifras no mencionadas en esta investigacion se respaldan en otra
version de tesis con la epidemia correspondiente de una gripe viral postpandemia.

Buenos Aires, especialmente con la mayoria de la poblacion, fue el epicentro de la
pandemia en Argentina, con mas de 10(millones) de casos confirmados a final de toda la
pandemia. El crecimiento exponencial fue reflejado en cada fase planteada, generando
aproximaciones constantes de la velocidad y picos de casos finales desde el 2020. [Anexo
21]

Cordoba, por el contrario, ha tenido menos casos que la totalidad de la muestra tomada de
13071 personas involucradas, en el epicentro a finales del 2021. En lugar de mostrar un
alza pronunciada, en simultaneo presenta bajas de crecimiento de casos, los casos de
Cérdoba impactan, con alzas constantes por oleadas de crecimiento que es propagado
desde capital. Sus estimaciones de intervalos se proyectaban por muestras acumuladas
con evaluaciones de error para ser adaptadas de forma periddica ofreciendo una fase
neutral con respecto a las demas concentraciones elegidas, debido al algoritmo
epidemiol6gico que especifica una trayectoria mejor estimada para cualquier
concentracion de prediccion y agrupacion estimada. Cérdoba también muestra una
variacién de mayor recuento de personas recuperadas, seguido de Buenos Aires, los
recuentros de Caba a través del algoritmo son exponenciales, debido a que alli el
aprendizaje supervisado fue estipulado como la segunda mayor mortalidad de
Sudamérica.

El territorio estudiado de Buenos Aires se diferencia del anterior por un aspecto referente
a més de 10.000 casos predictivos con combinacion de variantes de covid-19 y gripa A
hasta final de la pandemia, pero con un lento crecimiento de recuperados sin alguna
variante de enfermedad durante la transicion de ambos sucesos de cuarentena. Con el
aprendizaje controlado por el algoritmo los crecimientos fueron exponenciales.

La visualizacion de las cifras se incluye en su comienzo por intervalos de credibilidad de
90% por variable de entrada “Sexo0” alrededor de criterios de muestras simuladas dentro
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de cada region establecida como estudio. Estos intervalos determinan un comienzo
creible para alimentar los algoritmos bayesianos y SIRD, ya con estas partituras de cada
modelo podemos ir segregando cada aprendizaje, ofrecer una probabilidad inteligente por
parte del lenguaje de programacion definido. Sin embargo, representa toda la explicacion
razonable de la investigacion basada en la incertidumbre del modelo desenlace, ya que
incorporo todas las variables de entrada acopladas a cada modelo aplicado sobre la
duracion de la enfermedad y estimaciones agrupadas en intervalos de velocidad con la
determinacion de ajustar los porcentajes predichos y aprendidos por la muestra de valores
creadas hasta el momento.

Dicho procedimiento fortalece cada variable necesaria para construir la estructura
completa del algoritmo que se realiz6 previamente para la prediccion evolutiva de los
casos de COVID que provocaron un porcentaje de tasa de mortalidad y de recuperaciones
en los 3 escenarios estudiados (Todos los cédigos de programacion generados se
agregaran al anexo). A continuacion, se efectda la normalizacién de la muestra para los
casos de muertes producidas por rangos de edades en el transcurso de cada afio. [Anexo
22,23,24]

Ilustracion Normalizada -Datos Covid 2020
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llustracion 52- Muertes por rango normalizadas 2020, ultima fase SIRD

Ilustracion Normalizada -Datos Covid 2021
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llustracion 53- Muertes por rango normalizadas 2021, ultima fase SIRD
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Siempre se busco el beneficio de estimar cada fase del modelo SIRD a través de cada
poblacion semejante a cada variable esperando las variables de salida de
recuperacién/muerte con su evidencia, el algoritmo ha adquirido con porcentajes de
aceptacion minimos en predicciones temporales con el fin de ofrecer la proxima
inmunidad y un soporte estadistico comparativo ante la gripe A que fue precedida
finalizando la pandemia.

El modelo presentando hasta aqui, se centra en modelar casos y muertes confirmadas,
ofreciendo un aproximado nimero de personas recuperadas en una escala real y con
variantes progresivas con respecto a la velocidad tomada como punto de propagacion.

Es importante saber que, en Argentina, los casos confirmados fueron tomados a partir
de conteos sustancialmente aproximados al ndmero real de infecciones
(muertes/recuperaciones) por la variante Covid-19. Estos resultados, estiman el
naimero de personas que pudieron evitar muertes 0 casos de propagacién del virus. En
otros paises se citd cuantificar la recuperacion de las personas solo con las dos ultimas
fases del modelo SIRD.

A continuacién, se muestran los resultados de la fase completa de muertes,
implementando variables de entrada Sexo y Muertes, estas fueron agregadas a la fase
final del modelo SIRD, las pruebas dieron los siguientes resultados: [Anexo 23,24,25]
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llustracion 54-Derivacion de muertes 2020, fase final.
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llustracion 55-Derivacién de muertes 2020, fase final.
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llustracion 56-Muertes por rango normalizadas 2023, dltima fase SIRD.

La conclusion de este capitulo, sin la adiccion de covariable el modelo de velocidad
efectuado no podria predecir picos altos o bajos de los casos determinados durante los 3
afios de muestra, por ende, el resultado siempre fue un retorno al comportamiento
secuencial de cada una de las fases, marcando asi sucesos gque ocurrieron durante el
distanciamiento social o alguna intervencion del gobierno de salubridad. Por
consiguiente, los datos (.csv) se adaptan correctamente para cada tipo de evento por las
agrupaciones de cada variable implementada. La velocidad creciente, se asocié con el
aumento de casos de gravedad con respecto a cada una de las variables de entrada que
se inyectaron al algoritmo. [Anexo 26]. La mayoria de los incidentes iniciales no
reflejaban resultados importantes puesto que la cantidad de datos eran escasos, la data
fue alimentada para concurrir con agrupaciones de variables de pacientes con valores no
favorables a su recuperacion y la propagacién que fue predicha a en los lazos de
tiempos fijos (15 dias) para evaluar puntos minimos y méaximos, con este método los
valores incrementaban para cada una de las variables. Se apunta siempre a esta
velocidad (15 dias, 1 muerto, O recuperados), el modelo pronostica trayectorias muy
importantes a lo largo de plazos mensuales, distribuidas por edades sin necesidad de
repetir el modelo SIRD para cada feature de las tablas, determinando por criterio
modelado los resultados de cada fase, puesto que implementar de a grupos de columnas
resultaba complejo de predecir y con errores de programacion altos.

4.1. Modelo Bayesiano, filtrado al algoritmo SIRD.

El Andlisis de Puntos de Cambio (CPA) para las 3 areas de estudio es el primer
procedimiento aplicado en este capitulo, con la finalidad de percibir la propagacion de
la variante, con la finalidad de referenciar la distribucion entre lo que se calcul6. Antes
de analizar cada fase del algoritmo. Se analizan los datos con este nuevo modelo,
ofreciendo un promedio de datos actualizados y referentes a las muertes, basadas en el
brote y los diferentes estados mencionados anteriormente.

Los datos correspondientes al nimero de casos de estados seleccionados recopilan el
CPA utilizado para el rastreo de la variante COVID-19 (rastreador COVID-19). La
CPA se realiza sobre los datos que se muestran en la Tabla 3, para determinar el punto
de inflexion de los casos de COVID-19 en cada estado respectivo. [Anexo 28]
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Meses Ciudades Muertes Promed mensusl Error estandar Variacion_ muertes  acumulados

Conclusiones  Skill

ENERO Cabs I3 0 3 1310 NaN

FEBRERO  Cabs & 315 -0 1720 Nl
MARZD  Cabs -1 00 220 Del totsl de casos {966), € 42.5% son mujeres y & 57.5% son hombres.

WL @ 0 i T (207%) son mportados, [43%) o contactos eschos (nde casos confimadas, (2555 son
de circulzcién comunitaria y £l en investigacién

970 (5.8%) son importados, 7.308 (43.4%) son contactos estiechos de casos confirmados, 5975
MAYO Cabe a7 1 R 82060 (35.5%) s0n cascs de circulacidn comunitariz y ¢l = investigacién
epidemiolégica

32 AGOSTO Cordobs 309 85220 NaN

32 33 SEPTIEMBRE Cordobs 242030 Nal  Nal

33 34 OCTUBRE Cordobs d 54150 Nal  Nal

34 35 NOVIEMBRE Cordoba 142070 NaN

Mzl

35 36 DICIEMBRE Cordoba 1269170

Tabla 11 - Fuente de valores a partir de el andlisis de puntos de cambio (CPA)

El CPA se realiza para cada una de las areas planteada, analizado segln la
metodologia explicada anteriormente. La llustracién 57, muestra el punto de cambio
de cada estado. Vale la pena sefialar que también se ve una franja tenue en las
imagenes de los estados. La franja indica que hubo un cambio gradual durante ese
periodo; sin embargo, el punto de cambio, este estd precedido de cada vacio que se
ve en cada grafica. [Anexo 29]
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llustracion 57— Resultados CPA por area estudiada, punto de cambio agrupados.

De los graficos anteriores, se identifica el CPA y la correlacion en delta de x (dA) , se
calcula utilizando los datos: rango de notificacion del primer caso y la dA (muestra), la
discrepancia en las semanas de los casos, antes del cierre y la semana del punto de
cambio de los estados de la variante COVID-19. La Tabla 11 muestra los valores dA,
gue es una medida indirecta de la rapidez de respuesta de cada impacto con respecto al
cambio en el ritmo de crecimiento de las muertes por casos de COVID-19 de los
respectivos estados. [ Anexo 30]
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Tabla 8- Muestra de datos asignadas para cada dA por cada crecimiento.
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Segln el recuadro 2 (‘Muestra de apertura acumulada’), los valores de A son
inferiores a las demés muestras, debido al afio con mas afectados y muertes de la
pandemia. Por otro lado, las infecciones corporales tienen los casos mas inferiores,
desde el segundo trimestre (empezando 1 de junio) del 2021 hasta el final de la
cuarentena, indicando un valor comparativo y agudo por parte de la infeccion
respiratoria A, siendo la prediccion correcta, ya que en resultados especificos, las
muertes frecuentes fueron por la transmisién respiratoria. Los resultados de la CPA
representan los enfoques adoptados por cada recuadro de la llustracion 56, el
proposito de mitigar el COVID-19. La poblacion de los territorios también tiene un
impacto significativo en el nimero de casos de COVID-19. El anélisis se lleva a cabo
mediante la recopilacion de datos relacionados con la poblacion y el area estudiada.
Tomando cada proporcionalidad de los datos se precede a inyectarlos a una medida de
dependencia lineal entre nuestras variables infeccion corporal e infeccion respiratoria.
[Anexo 31]
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llustracién 58-— Correlacién de Pearson, dependencia lineal (Inf Respiratoria/corporal).

La llustracion 57, muestra los datos completos necesarios para el analisis. La
correlacion de Pearson dispone de los estados y factores anteriores para comprender
las relaciones lineales de los variables anteriores. El andlisis lineal se ajusta a su
diagonal como un modelo completo y acoplado, por tener un modelado por capas que
fueron uniendo cada fase y por tener un area comparativa pequefia (BA, CABA,
CORDOBA), otorgando un sesgo preciso al conjunto de datos. El resto de los estados
se analizan en busca de correlacion lineal (cumpliendo la condicion). [Anexo 32]

Index{[ ‘muestra_spertura’, "inf_respirstoriz’, 'ededes’, "simfomas_f7,
‘signosalud’],
dtype="object”)

veamos 1z correlacidn emtre las 5 mejores Fea'l:uresi

llustracion 59- La seleccion de las feacture correctas por el algoritmo.

La llustracién 59, proporciona los valores ‘r' para cada uno de los factores. En la
Tabla 13, se observa una clara correlacion inversa de delta con CPP (Casos por unidad
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de Poblacién), CPUA (Casos por unidad de Area) y CPD (casos por densidad de
poblacion). Aunque el valor de ‘r varia entre — 0,019 y — 0,024, ofreciendo correlacion
lineal fragil, todos los parametros estan inversamente relacionados. Esto indica que
cuanto mayor sea el valor de A, menor sera el CPP, CPD o CPUA. Por lo tanto, cuanto
antes hubiese sido la accion, menores habrian sido los casos y la tasa de progresion.
[Anexo 33]

Delta (A) CPP CPD CPUA P (T<t)
Delta(A) 1 0.71 0.024 0039  0.36
CPP 0.71 1 00014 0024 052
CPD -0.024 00014 1 0.7 0.15
CPUA -0.019 0.024 07 1 0.22
P(T<t) 036 0.52 0.15 0.22 1

Tabla 13- Correlacion lineal entre parametros clave.

La importancia de un valor de la correlacion de Pearson, indica no solo una interaccion
lineal no fuerte sino unidireccional (efectiva a una prediccion) , se realizan pruebas para
delta y CPP, CPD y CPUA. Los valores de infeccion y los signos de salud estan dentro
del rango de + 1 para todos los pardmetros, cuya condicion de ajuste este ofreciendo un
deterministico mas viable para una prediccién final. Las estadisticas descriptivas se dan
en el cadigo fuente. [Anexo 34]

Los resultados del modelado td/dv se muestran en la siguiente gréfica:

lustracion 60-Modelado dA/dt, prediccion con valores deterministicos.

En la Tabla 14, se visualiza una significativa correlacion entre A con CPP y A con
CPUA. Los valores de p (poblacién) son menores que 0,05 e Inicio (t) > t critico tanto
para una pila como para dos pilas. La relacion entre delta y CPD muestra una
correlacion débil con solo un valor de p cercano a 0,05 para una cola. Por lo tanto, se
puede concluir con seguridad que los casos por unidad de poblacion o area se habrian
controlado si la delta hubiera sido mayor.
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delta (A) con delta (A) con CPD Delta (A) con CPUA

CPP
Inicio (t) 11.306 -1.869 2.980
P(T <t) ,1°PILA 0.000 0.052 0.008
t Critico, 1° PILA 1.895 1.895 1.833
P(T < t) ,2°PILA 0.000 0.104 0.015
t Critico, 2° PILA 2.365 2.365 2.262

Tabla 14- Estadisticas de casos de COVID-19, dt/P (estructura de datos)
4.2. Creacién del modelo Gaussian Naive Bayes

Dados los resultados anteriores, se podrian analizar los estados en busqueda de
posibles puntos criticos y zonas seguras utilizando IP (infecciones/poblaciones)
como se explica a continuacion. El area es un factor inherente al IP que se
decide en funcién de los valores de puntos. Por lo tanto, IP estd experimentado
una variante de la poblacion y los casos de COVID-19 de cada estado para
comprender la importancia de la correlacion. Los datos de poblacion y COVID-
19 de cada ciudad considerada, se proporcionan como datos complementarios.
La discusion se agrega por estados como se ve a continuacion. [Anexo 35]
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llustracion 61-Mapa de calor radial de infecciones, concluyentes a una prediccion solucion.

Vemos que en la lustracion 61, cuantas mas infecciones se tienen en la poblacion,
menor va hacer es la cantidad de muertes, esto se debe a evolucion que posee el
organismo y la intervencion de salubridad de este tipo de modelos que mantendra alerta
cada cambio de estado del individuo afectado y proporcionando a tiempo una posible
resolucion del problema, por ende se mejora la opcion de recuperacion (en azul). De
otra manera, conviene que las infecciones sean latentes debido a que estas pueden ser
tratadas con otra regulacion médica, ejemplo: La nueva gripe A, aleja cualquier opcion
de muerte.

4.2.1. Discusion por estado

La discusién se agrega por estado a continuacion:
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4.

En la lustracion 60 se puede ver que, en el foco de pigmentos, una gran poblacion y
un gran ndmero de casos de infecciones tratadas que se presentan en una escala
nominal. La regién central tiene una poblacién alta en infecciones y casos
evidentemente bajos de muerte por COVID-19, mientras que la region alta tiene un
rango inicial de muertes elevadas.

Es interesante ver que el COVID-19 ya se dibuja esta alejando hacia el lado oeste,
ofreciendo un alza de casos que no terminan en muertes.

El IP del estado del &rea estudiada, la parte oriental de la grafica estd gravemente
afectada por la COVID-19, debido al inicio de la pandemia por la cantidad de
poblacion no restringida al contacto. Los resultados son sélidos, con una poblacion
media, con casos altos debido a la transicion del tiempo y al ajuste de pandemias
registradas en el pais.

CABA, con lleva una caracteristica dindmica debido a su ubicacion territorial
compacta y rodeada del mayor epicentro de salubridad. En la gréafica 29, el Modelado
td/dv , es una muestra con picos altos (tonalidad roja) a una tendencia de transiciones
de muertes, infecciones superiores a las demas areas estudiadas con acotes
exponenciales del gran golpe que tuvo en las cuarentenas ,similar a otras capitales del
mundo, siendo el &rea central para internar la mayor poblacion.

BUENOS AIRES, para este territorio podria asimilar las mismas razones expuestas
anteriormente relacionadas con a la frecuencia y la densidad de poblacion. Ademas, al
ser Buenos Aires un lugar limitrofe a otros paises con un problema mayor como lo fue
Brasil, ya que este produjo muchos vuelos de poblacién nativa y extranjera, lo que
podria haber dado lugar a datos crecidamente dispersos.

CORDOBA, el mapa IP llustracién 29 del estado de este territorio refleja un bajon de
la poblacién correspondiente a muertes, debido a que alli las infecciones fueron mas
recurrentes. La parte central de cada grafica esta dispersa debido a estos focos
dibujados alli, reflejando su ubicacion a las caracteristicas de infecciones al no ser tan
poblado y, por lo tanto, es testigo de la mayoria de los casos de diferentes anomalias
gue a futuro fueron convertidos en otras infecciones no pertenecientes al covid-19.
Los limites de TP también siguen una tendencia similar.

ASPECTOS TECNOLOGICOS Y METODOLOGICOS DEL CASO DE
ESTUDIO DESARROLLADO

El siguiente apartado describirdA las componentes, recursos Yy herramientas
implementadas a lo largo de toda la investigacion. Proporcionando un indice
correspondiente a lo realizado en Python y en otras aplicaciones de manipulacién de
datos. Por lo tanto, se procede a recorrer nuevamente todos los capitulos definidos en
este documento, con la iniciativa de argumentar y explicar los pasos que intervienen en
la investigacion, en el area de programacion o en su defecto debatir posibles inquietudes
gue no fueron resueltas.

» Requerimientos Basicos

Los Requerimientos dispuestos en la presente investigacion recaen en la arquitectura
de la computadora, debido a que la mayoria son aplicaciones de programacién que
requieren recursos del equipo, con el fin de compilar/procesar todo tipo de
informacidn. Por ende, se calcula las siguientes componentes:

v" Servidor fisico 0 maquina virtual.

v' CPU: 2 CPU de 64 bits, 2,8 GHz, 8,00 GT/s o superior. Verificar la arquitectura
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de la maquina.

v' Memoria: tamafio minimo de RAM de 8 GB, 0 16 GB de RAM con DDR3 de
1600 MHz instalado, para una instalacion tipica con 1/10 usuarios habituales.
Verifique los requisitos de memoria.

v Almacenamiento: Minimo recomendado de 650 GB para un espejo de
repo.anaconda.com o al menos 1,5 TB para un entorno con espacio libre. Se
recomienda espacio adicional si se utiliza el Repositorio para almacenar paquetes
creados por su organizacion. Verificar los requisitos de almacenamiento.

v Acceso a Internet para descargar los archivos, componentes y versiones de cada
aplicacion, o una unidad USB que contenga todos los archivos que necesita con
instrucciones alternativas para instalaciones.

Ahora bien, los requerimientos generales dependen de la agente del Sistema
Operativo, en nuestra investigacion se utilizé la versién de Windows 10. Damos
mencion a esto, por temas de terminales/consolas que no acoplan algunas
componentes, sin embargo, en las paginas principales de cada una de las
herramientas implementadas ofrecen manuales de usuarios para cada Sistema
Operativo.

Es importante destacar el nombre de las aplicaciones, con el fin de facilitar los
requerimientos de instalacion de cada una de ellas, recomendamos ingresar en cada
una de sus paginas, los enlaces se describiran en el punto ‘Instalacion de
aplicaciones’.

Worbench SQL.

Power BI.

Anaconda Navigator: Jupyter Network, Spyder.
Weka.

DN NI NN

» Busqueda de informacion

La mayor parte de la investigacion se llevd a cabo en bibliotecas virtuales, revistas de
investigacion, libros de Instituciones educativas y los portales web de salubridad
generados por el gobierno Argentino. La otra parte de la investigacion fue
proporcionada por el tutor de la tesis, quien por medio de bibliografias aplicadas y
referentes a las variantes de covid-19 determino un peso agregado a lo desarrollado en
esta investigacion.

El mayor aporte obtenido en la investigacion, la otorgo la revista Plos Computacional,
en dicho portal web, proveia constantemente informacién actualizada con respectivos
dataset de datos y multiples libros con el tema de SARS COVID-19.

Para concluir con este apartado, solo resta comentar que cada documento consultado
estaria en disposicion de todo aquel lector que desee darle continuidad a la
investigacion. Se pretende crear un drive en la web con todos los archivos .pdf ,
Dataset, bases de datos (transformadas).

» Instalacion de aplicaciones:
Anteriormente mencionamos las aplicaciones implementadas en la investigacion,

ahora el deber es especificar las paginas webs principales de cada una de ellas con su
respectivo apartado de descarga.
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ANANIN

Workbench SQL.: https://dev.mysql.com/downloads/workbench/
Power BI: https://powerbi.microsoft.com/es-es/desktop/
Anaconda Navigator: Jupyter Notebook, Spyder.
https://www.anaconda.com/download

Weka: https://weka.sourceforge.io/packageMetaData/

= Procedimiento (Paso a Paso)

La investigacion siguié una serie de pasos o procedimientos claros para lograr una buena
sinergia y cumplir con cada una de las condiciones, que pedia el algoritmo de salubridad
SIRD. Previo a esto se debia realizar una integracion de datos referentes a tres pasos:
extraer, transformar, cargar los datos previos de un dataset.

A continuacién, se profundiza el procedimiento completo de cémo se trabajé en la
investigacion al pasar cada uno de los capitulos:

1.

Disponer de un conjunto de datos referentes a la probleméatica mencionada en la
investigacion y al comportamiento del Covid-19. Esta informacion se obtuvo
descargando el  dataset anual de la  virosis, en la  pégina:
https://data.buenosaires.gob.ar/dataset/ .

Una vez visualizado el contendido a priori de los datos que alli vienen, se procede a
tratar todos los valores que deseamos implementar.

Efectuar una integracion de los datos obtenidos anteriormente, para este
procedimiento disponemos de la herramienta y aplicacion Power Bl, SQL Workbench.
La principal funcion de este paso seria conocer los datos y moldearlos a la necesidad
del cada uno de los modelos, es decir tomar los datos con mayor presion para nuestros
algoritmos.

Luego de efectuar y convertir los datos de nuestro archivo raiz, este dataset debe tener
una estructura mas moldeable a la manipulacién de los atributos, por ende, se facilitd
el escenario: importando este nuevo ETL en una simetria de datos de SQL.

El archivo raiz paso de tener una estructura de datos .CSV a una estructura de datos
MWAB/.PBIX (SQL). La transformacion de formatos de los datos favorece en gran
medida, al tratamiento y sencilla manipulacion de los datos y explotar algunas
operaciones constantes, efectuando rapidas consultas necesitaras para agilizar la toma
de variables, por ejemplo: la media de los datos, maximos y minimos de los datos,
varianza de los datos, etc.

Crear y estructurar del algoritmo de arboles. El procedimiento realizado para este
escenario consta de 3 fases:

La primera fase: Organizar los atributos necesarios para trabajar comodamente, la
elaboracién se realizd en el entorno mencionado, MSQL Workbench. Por medio de
consultas SQL, se construiria y se distribuyen de mejor manera los atributos y valores
de una nueva tabla. Esta nueva tabla se interpreta como un DataFrame (formato de
datos volatiles para un escenario en Python).

La segunda fase: Programar por lineas de codigo los dos patrones de &rboles que
fueron comparados para determinar su mayor grado de solides con la informacion.
Estos dos modelos de arboles cumplirén la funcion de condicionar y aproximar los
valores constantes, para estructurar el armazon que se efectuard después de integrar
toda la informacion al modelo SIRD.

La tercera fase: Comparar los resultados y definir el nuevo DataFrame de valores que
van a ser inyectados a los demas algoritmos definidos a lo largo de la investigacion.
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https://data.buenosaires.gob.ar/dataset/

8.

10.

6. Al conservar multiples DataFrame, uno para cada etapa del algoritmo SIRD, se
dispone en crear y desplegar, este gran conjunto de incertidumbres y el principal
escenario de la investigacion. El modelo SIRD depende directamente de la agrupacion
de las constantes que se fueron identificando en la creacion de los arboles de
decisiones, una vez consolidado el DataFrame a implementar, se despliegan 3
propuestas o fases para resolver y acondicionar el modelo SIRD con lo desarrollado
hasta el momento.

La primera propuesta, cumple con visualizar una serie temporal de datos basados en
algoritmos bases de Python, con esto se enfoca una proyeccion escalada de los
métodos a implementar. La conclusion de este primer momento es dar inicio al
entorno de prediccion de datos en Jupyter Network, previo a este procedimiento se
debe tener instalado los paquetes de las siguientes bibliotecas: matplotlib, seaborn,
collections, mitosheet, plotly.

Nota: las bibliotecas se deben instalar en la terminal de Anaconda, a partir de
comandos, la pagina principal de ANACONDA DEVELOPERS te explican como
funcionan y como se deben instalar.

La segunda propuesta, cumple con identificar los periodos anuales, favoreciendo una
amplia agrupacion e implementacion de codigo predictivo, logramos imprimir una
brecha clara de como disminuyen o aumentan la correlacion de muertes, contagios
hasta predecir el final de estos incrementos en base a las tazas de error calculadas y
también determinamos la fase final de esta pandemia, restandolo en el modelo SIRD.

La ultima propuesta, se basé en identificar las columnas solucionadas por el teorema
SIRD y a la agrupacion de salidas de esa clase, es decir la salida de un valor se
consider6 como data de entrenamiento. Estas salidas son efectuadas por variables
discretas/continuas, todo depende del momento requerido por el algoritmo. La
conclusion de esta fase fue en identificar las variables creadas para cada afio y con
esto resolvemos la informacion sobre cada una de las condiciones concretas de la
variable X (Muerte, Recuperados, Sintomas finales).

7. Proporcionar detalles de la primera muestra para cada afio del Modelo SIRD,
ajustando el modelo a partir de agrupaciones referentes a las variables
categdricas/numéricas basados en el aprendizaje supervisado/no supervisados, donde
las muertes modeladas e informadas por la distribucion de las infecciones se
consideran referentes a la edad, sexo y muertes. Se debia cumplir el estimado N de 15
dias del mes por muestra. Posterior a esto se efectuaban las gréficas del afio
2020,2021,2022 con las ciudades mencionadas.

Desarrollar el segundo criterio correspondiente a las Afecciones Persistentes con respecto
a la agrupacion de los datos. Con esta definicidn de afecciones persistentes por Covid-19
se crea un ajuste y se adiciona todas las variables Dummy (categdricas), y estas variables
concordaron con las salidas del modelo junto con sus valores deterministicos.

Apoyar y agregar el seudo-algorimto Upper Fence dentro del segundo criterio, con el fin
de proyectar una barrera con los limites inferiores/superiores de los datos y cualquier dato
que se concentre fuera de estos limites definidos, puede considerarse valores atipicos. Por
ende, disponer de 3 tablas y su respectiva la gréafica con los resultados por cada afio
estudiado es un esquema iddneo para el cddigo en Python.

Finalizar el modelo SIRD. Dar fina a este modelo, dependia de la Sustraccion,
Transmisién como pardmetros principales de sus fases. El proposito fue definir una tasa
de transmisién inicial Beta, con ella se visualizan las distintas aproximaciones en tasas de
tiempo variables, permitiendo mejor las predicciones con respecto a cada dato filtrado
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11.

con los dias ya definidos. Estos resultados se muestran coherentes con las variantes del
algoritmo de programacion, cuando son encontradas en base a las fases y el tiempo de
cada tasa de contagio con una equivalencia en tiempo de Beta > 0 y disminuye o
incrementa con respecto al tiempo.

Se concluye con una breve discusion de las muestras y resultados predictivos del modelo
SIRD. Se toma cada &rea estudiada, con el fin de profundizar algunas pautas que no
fueron resueltas, una de esas pautas fue las bajas de crecimiento de los casos y la
aparicion de una nueva variante gripal, pero sin demasiados epicentros o informacion
referente a esta. Se concluye con la ultima fase del modelo SIRD, muertes. Estas muertes
son normalizadas y graficadas, dando fin a todas las etapas de este modelo con resultados
favorables.

12.Damos inicio al filtrado del algoritmo SIRD a través del Modelo Bayesiano. Este
modelo se trabajé por varias capas, estas capas determinaban el estado del CPA
(Analisis de puntos de cambio) para las 3 areas de estudio. El procedimiento inicial es
percibir la propagacion de la variante, con la finalidad de referenciar la distribucion
entre lo que se calcul6 antes de analizar cada fase del algoritmo con la fase obtenida
después de finalizar el algoritmo SIRD. Previamente analizar los datos con este nuevo
modelo, reflaja una medida de actualizar los datos de las muertes, con datos de nueva
variante o la disminucion del brote del covid-19.

Se aplica el CPA en cada area planteada en el DataFrame final, el punto de cambio de
cada estado indico que hubo muchos cambios graduales durante cada periodo
evaluado.EIl punto de cambio esta precedido de cada valor nulo que se ven en la
muestra. Esta muestra es graficada por agrupamiento de los puntos de cambios.

Se efectua el calculo de la correlacion en delta de x (dA), utilizando los datos: rango
de notificacion del primer caso y la dA muestra, la discrepancia en las semanas de los
casos, antes del cierre y la semana del punto de cambio de los estados de la variante
COVID-19. Por otro lado, los resultados CPA representan los enfoques adaptados por
cada recuadro de la gréfica estipulada.

Luego se efectla la correlacion de Person en nuestro modelo CPA, esta dispone de los
datos y factores calculados hasta el momento. El andlisis lineal se ajusté a la diagonal
obtenida en la correlacién de Person, con esta dindmica otorgamos un sesgo preciso al
conjunto de datos.

Después buscamos los valores 7’ (coeficiente de correlacion) para cada uno de los
factores. Los factores determinan la correlacion inversa para cada factor, calculamos
los factores de delta como: CPP (casos por unidad de Poblacién), CPUA (Casos por
unidad de area) y CPD (casos por densidad de poblacidn). Indica que cuanto mayor
sea el valor de A, menor sera el CPP, CPD o CPUA. Por lo tanto, cuanto antes hubiera
sido la accion, menores habrian sido los casos y la tasa de progresion.

Al finalizar se procesa el modelado de dt/dv con las predicciones con valores
deterministicos, los valores de P (poblacion) son menores que 0,05 e Inicio (t) >t
critico, tanto para una pila como para dos pilas (0 mas). La relacion entre delta y CPD
muestra una correlacion debil con solo un valor de P cercano a 0,05 para una cola. Por
lo tanto, se puede concluir con seguridad que los casos por unidad de poblacion o area
se habrian controlado si la delta hubiera sido mayor.

13.Graficar el modelo Gaussian Naive Bayes, dados los resultados obtenidos por el
modelo SIRD, los resultados de la Gltima fase (Muertes), se analizaron cada uno de los
estados en busqueda de posibles puntos criticos y zonas seguras utilizando IP
(infecciones/poblaciones) como se explica a continuacion. El area es un factor
inherente al IP que se decide en funcion de los valores de puntos resueltos. Por lo
tanto, IP esta experimentado una variante de la poblacién y los casos de COVID-19 de
cada estado para comprender la importancia de la correlacion,
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14.Para finalizar el recorrido de la investigacion total se procede a concluir con una
discusion de cada estado obtenido, reflejando los resultados a favor, las predicciones
resueltas y una posible version a trabajar.

5. CONCLUSION

La infeccion transmitida por contextos de salubridad por Covid-19, permitieron establecer
medidas de control destinadas a la poblacion, estas medidas pertinentes estuvieron
presentes en diferentes areas de investigacién con el fin de reducir o determinar un
modelado predictivo de amenazas potenciales de altas y bajas probabilidades resultantes
de la epidemia.

El trabajo de investigacién analizo en detalle las razones en el momento de los
confinamientos y su eficiencia para controlar la propagacion del virus, y, por
consiguiente, de la virosis misma. EI Modelo Bayesiano se solucioné utilizando un
entorno de programacién Python, para comprender el punto de inflexion de 3 areas de
Argentina, es decir, para comprender el punto de partida de cual la tasa de propagacion de
la enfermedad cambio significativamente.

El punto de cambio se comparé con las semanas que transcurrieron antes de que llegara el
primer caso a Capital Federal y el cierre nacional de Argentina. Se demostré que el factor
dx es correlacionado con CPP y CPUA, como se demostré en el Gltimo apartado de
resultados como variable de entrada t(velocidad), es decir, inicio en tv > tv critico y p <
0.005. Sin embargo, la relacioén es inversamente proporcional como lo mestra la ‘r’ de
Person. Indicando que la prediccién tuvo que haber empezado desde el primer
cuatrimestre del afo.

La estructura del codigo e investigaciéon definida a lo largo de este documento orientd
algoritmos predictivos basados en modelos matematicos, fundamentales para particionar
las etapas del esparcimiento de la enfermedad con sus respectivos modelados necesarios
para permitir manejar los capitulos de la investigacion. El procedimiento evaluativo de la
pandemia generada por el virus COVID-19 (SARS COV-2) se bas6 en diferentes
modelos de estudio, cada uno con aproximaciones de evaluacion diferentes que con
llevan a la programacion epidemioldgica basica del modelo SIRD. Esta resolucién
practica/investigativa se planted aprovechando cada fase del modelo mencionado con la
finalidad de medir, predecir y modelar la pandemia en Argentina, se reducen las matrices
de datos requeridos para las condiciones del algoritmo, brindaron un valor de libertad mas
amplio a partir de cada ajuste que se realizo en los capitulos de resolucion con el fin de
reemplazar cada etapa con dicho procedimiento, cada uno de ellos dependieron de la
variable de entrada velocidad/tiempo.

Por consiguiente, los 3 métodos efectuados para cada fase (Susceptibles, Infectados,
Muertes, Recuperados) proporcionaban variables de salida con pardmetros ajustados a
cada regla del algoritmo, delta de x (Ax) siendo la variable de salida mas justificada para
los datos reales que se iban prediciendo durante los 3 afios, a partir de los valores
actualizados del Ministerio de Salud Argentino. EI modelado de cada una de las fases
obtenidas con su respectivo ajuste (indicados por los modelos) contempla un modelo
moldeable a ETLs (cajones de datos) preparados para acoplarse al modelo
epidemioldgico SIRD, el andlisis y la valoracion correcta y cambiante en cada evaluacion
en las 3 areas estudiadas en plazos acotados a muestras quincenales, para el algoritmo;
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muestras trimestrales para el rango de errores y muestras mensuales para las
muertes/recuperaciones, cumpliendo plazos acordes a la necesidad.

Sin embargo, las mejoras planeadas para trabajos futuros que se deseen trabajar en base a
una comparativa de otra problematica con la idea desarrollada en este documento puede
basarse en lapsos de tiempos diferentes, una transicion de clases de entrada y salida
diferentes como Gamma v, representando la transicion de una nueva variante de salud y
como esta constante pueda predecir sus efectos a la poblacion con respecto a las
provocadas por el Covid-19, por ejemplo en un apartado se menciona una breve
comparativa referente a Influenza (HIN1) post Covid-19, esta nueva variante de salud se
acoplaria de manera continua ya que con una nueva entrada (tiempo) y pardmetro de
salida y , se evaluaria este modelo SIRD con ajustes mas reales debido al conocimiento de
las nuevas muestras y la habilidad de desempefiar el algoritmo para esta nueva
problematica; incorporando posibles métodos sistema dindmico y cambiante en el
transcurso del tiempo, conformado por variables aleatorias y es analizado en términos de
probabilidad.

La simulacion de infecciones e intervenciones de agrupamiento, cumplen una finalidad de
reducir probabilidades en varios escenarios de componentes basado en matrices de
volumen de datos agudos, por ende la programacion cumple un papel importante en la
presente investigacion, por el motivo de asimilar algoritmos de modelos matemaéticos,
estos pueden ayudar a comprender como seria el comportamiento del Covid-19 para
aislar o indicar la patologia que presente la poblacion e informar las medidas de
contingencia que permitan mitigar la transmision futura. Por ende, se la simulacion
efectuada siempre busco la trayectoria de la pandemia utilizando el modelo SIRD con
algoritmos presentes en PYTHON.

6. ANEXO [Cddigo Fuente]
En el presente apartado, anexo se detallan los aspectos de implementacion y codigo mas
relevantes de la solucion desarrollada

= Lineas de codigo (Consola)
Valorando cada una de las instancias desarrolladas hasta le momento, solo resta en

mencionar los bloques de cddigo disefiados para compilar cada escenario de los modelos
de programacién planteados con su respectiva citacion en el texto respectivo.

Anexo 1, Capitulo 3.3.

Input [1]: pandas as pd

Input [2]: matplotlib. pyplot as plt

Input [3]: numpy as np

Input [4]: import pandas as pd

Input [5]: import matplotlib.pyplot as plt

Input [6]:
rutal="C:\\Users\\carlo\\Documents\\TesisMaestria\\2023\\"
Input [7]:

pacientes=pd.read_excel
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(rutal+"pacientes_v2.x1lsx”,parse_dates=True,sheet_name='pacientes_
cuatro?’)

Input [8]: pacientes

Input [9]:

inf_contagio = pacientes[pacientes["problema_cardiaco"]==0]
Input [10]:

inf_respiratoria = pacientes[pacientes["problema_cardiaco"]==1]
Input [11]:

no_aplica = pacientes[pacientes["problema_cardiaco"]==2]
Input [12]: inf_contagio

Input [13]: inf_respiratoria

Input [14]: no_aplica-

Input [15]:

Inf_contagio = pacientes[pacientes["problema_covid"]==0]
Input [16]:

Inf_respiratoria = pacientes[pacientes["problema_covid"]==1]
Input [17]:

noresultados = pacientes[pacientes["problema_covid"]==2]
Input [18]: plt.figure(figsize=(6, 6))

Input [19]:

plt.title('Datos muestra 2022 (no son linealmente separables)',
fontsize = 21, style = "italic")

Input [20]: plt.xlabel('Edad', fontsize = 20.0)
Input [21]: plt.ylabel ('Muestra', fontsize = 20.0)
Input [21]:

plt.scatter (Inf_respiratoria ["edad"], Inf_respiratoria
["problema_covid"],

Input [22]:

label="Posible Inf_respiratoria (Respiratoria: )", marker="*",
c="skyblue", s=200)

Input [23]:
plt.scatter(cardiacos["edad"], cardiacos["problema_covid"],
Input [24]:

label="Posible Variante Infeciosa(Corporal: 1)", marker="x",
c="lightcoral", s=200)

Input [25]:
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plt. scatter(noresultados["edad"], noresultados["problema_covid"],
Input [26]:

label="No Presenta ninguna variante (Dado de alta: 2)",
marker="%", c="chartreuse", s=200)

Input [27]: plt.legend(bbox_to_anchor=(1, 0.15))
Input [28]: plt.show()

El bloque de codigo descripto anteriormente es muy similar para los afios 2021,2022.
Solo se debe cambiar el archivo .CSV por el correspondiente al afio, visto en la linea de
codigo Input [7]:

Anexo 2, Capitulo 3.4.

Input [1]: dimport pandas as pd

Input [2]: import matplotlib.pyplot as plt

Input [3]: import numpy as np

Input [4]: import pandas as pd

Input [5]: import matplotlib.pyplot as plt

Input [6]: df=pd.get_dummies(data=df,drop_first=True)
Input [7]: df.sample(10)

Anexo 2, Capitulo 3.4.

Input [1]: from sklearn.tree import DecisionTreeClassifier
Input [2]: model= DecisionTreeClassifier(max_depth=u)
Input [3]: model.fit(X=explicativas, y=objetivo)
Anexo 3, Capitulo 3.4.

Input [1]: from sklearn.tree import plot_tree

Input [2]: import matplotlib.pyplot as plt

Input [3]: plt.figure(figsize=(12,8))

Input [4]:

plot_tree(decision_tree=model, feature_names=explicativas.col
umns, filled=True).

Anexo 4, Capitulo 3.4.

Input [1]: import seaborn as sns

Input [2]: sns.histplot(x=df.edad ,hue=df.Variante_Predicha)
Anexo 5, Capitulo 3.4.

Input [1]: explicativas=df.drop(columns='Variante_Predicha')
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Input [2]: objetivo=df.Variante_Predicha.

Anexo 6, Capitulo 3.4

Input [1]: from sklearn.tree import DecisionTreeClassifier
Input [2]: model= DecisionTreeClassifier(max_depth=4)
Input [3]: model.fit(X=explicativas, y=objetivo)

Anexo 7, Capitulo 3.5

Input [1]:
ruta="C:\\Users\\carlo\\Documents\\TesisMaestria\\2023\\"
Input [2]: covl9=pd.read_excel(ruta+"yyy.xlsx", parse_dates=True)
Input [3]: covl9

Anexo 8, Capitulo 3.5

Input [1]: sns.lineplot(df)

Anexo 9, Capitulo 3.6

Input [1]:

sheet_df_dictonary

=pd.read_excel(r'C:\Users\carlo\Documents\TesisMaestria\2023\yyy.x
1sx', engine='openpyxl', sheet_name=['2020', '2021', '2022'],
skiprows=0)

Input [2]: df_2020 = sheet_df_dictonary['2020']

Input [3]: df_2021 = sheet_df_dictonary['2021']

Input [4]: df_2022 = sheet_df_dictonary['2022']
Anexo 10, Capitulo 3.6.1
Input [1]: import plotly.express as px

# Construct the graph and style it. Further customize your graph
by editing this code.

# See Plotly Documentation for help:
https://plotly.com/python/plotly—express/

Input [2]: fig = px.line(df_2020_1, x='Fecha',
y='Muestra_apertura', color='CIUDADES', line_shape='linear"')

Input [3]: fig.update_layout(
title='1° Muestra Apertura Covid-19 (x15 dias) 2020',
xaxis = dict(
title='Fechas - Rango Quincenal’,
showgrid=True,
rangeslider = dict(

visible=True,
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thickness=0.05

),
yaxis = dict(
title='Primera Muestra',
showgrid=True
),
legend = dict(
orientation="'v'
),
paper_bgcolor="#FFFFFF'
)
Input [d]: fig.show(renderer="iframe")
Anexo 11, Capitulo 3.6.1
Input [1]: import plotly.express as px

# Construct the graph and style it. Further customize your graph
by editing this code.

# See Plotly Documentation for help:
https://plotly.com/python/plotly—-express/

Input [2]:

fig = px.line(df_2020, x='Fecha', y="'Segunda_muestra',

color='CIUDADES', line_shape='linear"')
Input [3]: fig.update_layout(
title='2° Muestra Procesada Covid-19 (x15 Dias) 2020',
xaxis = dict(
title='Fechas - Rango Quincenal’,
showgrid=True,
rangeslider = dict(
visible=True,

thickness=0.05

),
yaxis = dict(
title='Segunda Muestra',

showgrid=True
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),
legend = dict(
orientation='v'
),
paper_bgcolor="#FFFFFF'
)
Input [d]: fig.show(renderer="iframe")
Anexo 12 ,Capitulo 3.6.1
Input [1]: import plotly.express as px

# Construct the graph and style it. Further customize your graph
by editing this code.

# See Plotly Documentation for help:
https://plotly.com/python/plotly—express/

Input [2]:

fig = px.line(df_2020, x='Fecha', y='TerceraM_clasificacion',

color='CIUDADES', line_shape='linear"')
Input [3]: fig.update_layout
( title='3° Muestra Clasificada Covid-19 (x15 dias) 2020',
xaxis = dict(
title='Fechas - Rango Quincenal',
showgrid=True,
rangeslider = dict(
visible=True,

thickness=0.05

),

yaxis = dict(
title='Segunda Muestra',
showgrid=True

),

legend = dict(
orientation="'v'

),

paper_bgcolor="'#FFFFFF'
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Input [4]: fig.show(renderer="iframe")
Anexo 13, Capitulo 3.6.2
Input [1]: import plotly.express as px

# Construct the graph and style it. Further customize your graph by
editing this code.

# See Plotly Documentation for help:
https://plotly.com/python/plotly-express/

Input [2]:

fig = px.box(df_2020, x='CIUDADES', y='Inf_Respiratoria_Primera',
color='sexo', points='outliers')

fig.update_layout(
title="'Transmision Covid-19- Segunda Muestra',
xaxis = dict(
title='Ciudades"',
showgrid=True,
rangeslider = dict(
visible=True,

thickness=0.05

),
yaxis = dict(
title='Infecciones Respiratoria’,
showgrid=True
),
legend = dict(
orientation="'v'
),
paper_bgcolor="#FFFFFF'
)
Input [d]: fig.show(renderer="iframe")
Anexo 14, Capitulo 3.6.2
Input [1]: import plotly.express as px

# Construct the graph and style it. Further customize your graph by
editing this code.

# See Plotly Documentation for help:
https://plotly.com/python/plotly—-express/
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Input [2]:
fig = px.box(
df_2020, x='CIUDADES',
y='Contagio_Comporal_Segunda',
color='sexo', points='outliers'

)

Input [3]: fig.update_layout(
title='2- Transmisién Covid-19',
xaxis = dict(

title='Ciudades"',

showgrid=True,

rangeslider = dict(
visible=True,

thickness=0.05

),
yaxis = dict(
title='2-Infecciones Respiratoria',
showgrid=True
),
legend = dict(
orientation='v'
),
paper_bgcolor="'#FFFFFF'
)
Input [4]: fig.show(renderer="iframe")
Anexo 15, Capitulo 3.6.2
Input [1]: import plotly.express as px

# Construct the graph and style it. Further customize your graph by
editing this code.

# See Plotly Documentation for help:
https://plotly.com/python/plotly-express/

Input [2]:

fig = px.box(df_2020, x='CIUDADES', y='Inf_Respiratoria_Tercera',
color='sexo', points='outliers')
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Input [3]: fig.update_layout(
title='3- Transmision Covid-19',
xaxis = dict(

title='Ciudades',

showgrid=True,

rangeslider = dict(
visible=True,

thickness=0.05

),
yaxis = dict(
title='3-Infecciones Respiratoria’,
showgrid=True
),
legend = dict(
orientation="'v'
),
paper_bgcolor="'#FFFFFF'
)
Input [U]:fig.show(renderer="iframe")
Anexo 16, Capitulo 3.6.2
Input [1]: import plotly.express as px

# Construct the graph and style it. Further customize your graph by
editing this code.

# See Plotly Documentation for help:
https://plotly.com/python/plotly-express/

Input [2]:
fig = px.box(
df_2020, x='CIUDADES',
y='Contagio_Comporal_Tercera', color='sexo',
points='outliers')
Input [3]: fig.update_layout(
title='3- Transmision Covid-19',
xaxis = dict(

title='Ciudades"',
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showgrid=True,
rangeslider = dict(
visible=True,

thickness=0.05

),
yaxis = dict(
title='3-Infecciones Corporal',
showgrid=True
),
legend = dict(
orientation='v'
),
paper_bgcolor="#FFFFFF'
)
Input [4]:fig.show(renderer="iframe")
Anexo 17, Capitulo 3.7
Input [1]: from sympy import Derivative, diff, simplify,Symbol
Input [2]: import numpy as np
Input [3]: import matplotlib.pyplot as plt
Input [4]: from math import log
Input [5]: from sympy import =*
Input [6]:
ruta="C:\\Users\\carlo\\Documents\\TesisMaestria\\2023\\"

#index_col=0

Input [7]:
df=pd.read_excel(ruta+"yyy.xlsx", parse_dates=True)
Input [8]: df

A continuacion, se complementan aalgunos bloques de cédigo indispensables para la
conclusion de la tesis, pero por temas de argumentacion no hubo la necesidad de citarlo
en el documento. Sin embargo, para futuras investigaciones seria ideal conservar el orden
y poder citarlo con su respectiva disposicion.

Anexo 18, Primera Muestra 2020.

Input [1]: import numpy as np
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Input [2]: from scipy.integrate import odeint
Input [3]: import matplotlib.pyplot as plt
Input [d]: muestraCaba= 26385
Input [5]: muestraBA=3208u
Input [6]: muestraCordoba=532
Input [7]: ncasos=muestraCaba+muestraBA+muestraCordoba
Input [8]: ncasos
Input [9]: Npersonas= 263352
Input [10]: TI=ncasos/Npersonas
Input [12]: TIx7
# Poblacion total, N
Input [13]: N = 263352

# Valores iniciales de personas Infectadas (I®) y personas que se
recuperaron (RO)

Input [14]: IO, RO =1, O

# EL resto de la poblacidon, SO son las personas que estan sujetos
a infecciodn inicialmente.

Input [15]: S@ = N - I0 - RO
# Tasa de transmision, tasa de recuperacion en 1/dias
Input [16]: beta, gamma = 1.56, 1/15
# Las ecuaciones diferenciales del modelo SIR
Input [17]: def deriv(y, t, N, beta, gamma):
Input [18]: S, I, R=y
Input [19]: dSdt = -beta * S * I / N
Input [20]: dIdt = beta * S * I / N — gamma * I
Input [21]: dRdt = gamma * I
Input [22]: return dSdt, dIdt, dRdt
# Vector de las condiciones iniciales
Input [23]: y@ = SO, IO, RO

# Resolver el sistema de ecuaciones diferenciales, en 1la
secuencia de dias que ya definimos

Input [24]: ret = odeint(deriv, yO@, t, args=(N, beta, gamma))
Input [25]: S, I, R = ret.T
# Plot the data on three separate curves for S(t), I(t) and R(t)

Input [26]: import plotly.graph_objects as go
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Input [27]: fig = go.Figure()

Input [28]: fig.add_trace(go.Scatter(x=t,
y=I,mode="'1lines', name='Infected'))

Input [29]: fig.show()
##Para la parte de las graficas:
Input [30]: import cufflinks as cf
Input [31]: import plotly.offline as py
Input [32]: py.iplot([{
X't
'y': modelo(*valor),
'name': str(valor),
} for valor in valores])
Anexo 19, Segunda Muestra 2020
Input [1]: muestraCaba2= 111076
Input [2]: muestraBA2=32066
Input [3]: muestraCordoba2=526
Input [4]: ncasos2=muestraCaba2+muestraBA2+muestraCordoba2
Input [5]: ncasos2
Input [6]: Npersonas= 263352
# Poblacién total, N
Input [7]: N1 = 263352

# Valores iniciales de personas Infectadas (I0) y personas que se
recuperaron (RO)

Input [8]: I1, R1 = 1323, 990

# EL resto de la poblacidén, SO son las personas que estan sujetos a
infecciodn inicialmente.

Input [9]: S1 = N1 - I1 - Rl
# Tasa de transmision, tasa de recuperacion en 1/dias
Input [10]: betal, gammal = 3.5, 1/15
# Puntos en la grafica (En dias)
Input [11]: t1 = np.linspace(0, 122,122)
Input [12]: TI2=ncasos/Npersonas
Input [13]: TI2*7
# Poblacion total, N

Input [14]: N1 = 263352
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# Valores iniciales de personas Infectadas (IQ) y personas que se
recuperaron (RO)

Input [15]: I1, R1 = 1323, 990

# EL resto de la poblacidon, SO son las personas que estan sujetos
a infecciodn inicialmente.

Input [16]: S1 = N1 - I1 - Rl

# Tasa de transmision, tasa de recuperacion en 1/dias
Input [17]: betal, gammal = 3.5, 1/15

# Puntos en la grafica (En dias)
Input [18]: t1 = np.linspace(®, 122,122)
# Las ecuaciones diferenciales del modelo SIR
Input [19]: def deriv(yl, tl1l, N1, betal, gammal):
Input [20]: S1, I1, Rl = yl1

Input [21]: dSdtl = -betal * S1 * I1 / N1

Input [22]: dIdtl

betal * S1 * I1 / N1 - gammal * Il
Input [23]: dRdtl

gammal * Il

Input [24]: return dSdtl, dIdtl, dRdtl
# Vector de las condiciones iniciales
Input [25]: y1 = S1, I1, R1

# Resolver el sistema de ecuaciones diferenciales, en la secuencia
de dias que ya definimos

Input [26]: retl = odeint(deriv, y1, tl1, args=(N1l, betal, gammal))
Input [27]: S1, I1, Rl = retl.T
# Plot the data on three separate curves for S(t), I(t) and R(t)
Input [28]: import plotly.graph_objects as go
Input [29]: fig = go.Figure()
Input [30]:
fig.add_trace(go.Scatter(x=tl, y=I1,mode='lines',6name='Infected'))
Input [31]: fig.show()
##Para la parte de las graficas:
Input [32]: import cufflinks as cf
Input [33]:import plotly.offline as py
Input [34]: py.iplot([{
'x': t1,

'y': modelo(*valor),
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'name': str(valor),

} for valor in valores])
Anexo 20, Tercera Muestra 2020
Input [1]: muestraCaba31l= 85490
Input [2]: muestraBA31=31079
Input [3]: muestraCordoba31=528
Input [4]: ncasos3l=muestraCaba3l+muestraBA31l+muestraCordoba3l
Input [5]: ncasos31
Input [6]: Npersonas3l= 263352
Input [7]: TI31l=ncasos31/Npersonas3l
Input [8]: TI31%6
# Poblacion total, N
Input [9]: N31 = 263352

# Valores iniciales de personas Infectadas (I0Q) y personas que se
recuperaron (RO)

Input [10]: I31,R31= 69591, 9759

# ELl resto de la poblacidon, SO son las personas que estan sujetos a
infeccioén inicialmente.

Input [11]: S31= N31- I31- R31

# Tasa de transmisidn, tasa de recuperacion en 1/dias
Input [12]: beta31l, gamma3l = 3, 1/15

# Puntos en la grafica (En dias)

Input [13]: t31 = np.linspace(0, 30,30).

# Las ecuaciones diferenciales del modelo SIR

Input [14]: def deriv31(y31, t31, N31, beta3l, gamma3l):
Input [15]: S31, I31, R31 = y31

Input [16]: dSdt31 = -beta3l * S31 * I31 / N31

Input [17]: dIdt31 = beta31l * S31 * I31 / N31 - gamma3l * I31

Input [18]: dRdt31

gamma3l * I31

Input [19]: return dSdt31, dIdt31, dRdt31
# Vector de las condiciones iniciales
Input [20]: y31 = S31, I31, R31

# Resolver el sistema de ecuaciones diferenciales, en la secuencia
de dias que ya definimos

Input [21]: ret = odeint(deriv3l, y31, t31, args=(N31, beta31l,
gamma31))
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Input [22]: S31, I31, R31 = ret.T

# Plot the data on three separate curves for S(t), I(t) and R(t)
Input [23]: import plotly.graph_objects as go

Input [24]: fig = go.Figure()

Input [25]: fig.add_trace(go.Scatter(x=t31,
y=I31,mode='1lines', name='Infected'))

Input [26]: fig.show()
##Para la parte de las graficas:
Input [27]: import cufflinks as cf
Input [28]: import plotly.offline as py
Input [29]: py.iplot([{

'x': t31,

'y': modelo(*valor),

'name': str(valor),
} for valor in valores])

Nota: EI mismo procedimiento es cconsecuente para las siguientes muestras 2021, 2022.
Solo es cambiar la ruta y el archivo correspondiente al afio.

Anexo 21, Capitulo 4

Input [1]:

ruta="C:\\Users\\carlo\\Documents\\TesisMaestria\\2023\\"
#index_col=0

Input [2]:

dt=pd.read_excel(ruta+"datos_c.xlsx", parse_dates=True)
Input [3]: dt

Anexo 22, Capitulo 4

Input [1]: import plotly.express as px

Input [2]: fig = px.histogram(dt, x="Rango_edades", y="total_bill",
color="Meses", title="Ilustracion Normalizada -Datos Covid 2020",

width=600, height=U400, labels=
{ # replaces default labels by column name
"sex": "Meses 2020",
"day": "Normalizacidn por edades","total_bill":
"Importante performence"
}

category_orders={ # replaces default order by column name
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"day": ["Thur", "Fri", "Febrero", "Enero"],
"sex": ["Male", "Female"]

b

color_discrete_map=

{ # replaces default color mapping by value

"Male": "RebeccaPurple", "Female": "MediumPurple"
b
template="simple_white"
)

Input [3]: fig.show()

Anexo 22, Capitulo 4

Input [1]:
ruta="C:\\Users\\carlo\\Documents\\TesisMaestria\\2023\\"
#index_col=0

Input [2]:

du=pd.read_excel(ruta+"death_final.x1lsx",
parse_dates=True,sheet_name='2020_death')

Input [3]: du
Input [4]: import plotly.express as px
Input [5]:

fig = px.histogram(dcs, x="Promed_mensual_CA", y="total_bill",
color="Meses",

title="Ilustracion Normalizada -Datos Covid 2020",
width=600, height=400,

labels={ # replaces default labels by column name

"sex": "Meses 2020",
"day": "Normalizacidn por edades",
"total_bill": "Importante performence"

}
category_orders={

# replaces default order by column name
"day": ["Thur", "Fri", "Febrero", "Enero"],
"sex": ["Male", "Female"]

}

color_discrete_map=
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{ # replaces default color mapping by value

"Male": "RebeccaPurple", "Female": "MediumPurple"
b
template="simple_white"
)

Input [5]: fig.show()
Anexo 23, Capitulo 4
Input [1]:

u=pd.read_excel(ruta+"datos_c.xlsx",
parse_dates=True,sheet_name='20212"')

Input [2]: u

Input [3]: import plotly.express as px
Input [4d]:

fig = px. histogram(

u, x="Rango_edades", y="total_bill", color="Meses",

title="Ilustracion Normalizada -Datos Covid 2022)",

width=600, height=400,

labels={ # replaces default labels by column name

"sex": "Meses 2021",

"day": "Normalizacidn por edades",
"total_bill": "Importante performence"
}

category_orders={

# replaces default order by column name

"day": ["Thur", "Fri", "Febrero", "Enero"],

Ilsexll : [IIMa'LeII , "Fema.'l.e"]
}
color_discrete_map=

{ # replaces default color mapping by value

"Male": "RebeccaPurple", "Female": "MediumPurple"

}
template="simple_white"
)
Input [5]: fig.show()
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Anexo 23, Capitulo 4

Input [1]:
ruta="C:\\Users\\carlo\\Documents\\TesisMaestria\\2023\\"

#index_col=0
Input [2]:

muertes2020=pd.read_excel(ruta+"final_death.xlsx",
parse_dates=True,sheet_name='death_2020"')

Input [3]: muertes2020
Input [4]:

muertes2021=pd.read_excel(ruta+"final_death.xlsx",
parse_dates=True,sheet_name='death_2021')

Input [5]: muertes2021
Input [6]:

muertes2022=pd.read_excel(ruta+"final_death.x1lsx",
parse_dates=True,sheet_name='death_2022')

Input [7]: muertes2022
Input [8]: import plotly.express as px

# Construct the graph and style it. Further customize your graph
by editing this code.

#See Plotly Documentation for help:
https://plotly.com/python/plotly—express/

Input [9]:

fig = px.bar(muertes2020, x='Ciudades"', y='Cantidad_muerts',

color="'Meses"')

Input [10]:fig.update_layout(
title='Transmision Covid-19',
xaxis = dict(

title='Ciudades’',

showgrid=True,

rangeslider = dict(
visible=True,

thickness=0.05

),
yaxis = dict(
title='Infecciones Respiratoria',

showgrid=True
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),
legend = dict(
orientation='v'
),
paper_bgcolor='#FFFFFF'
)
Input [11]: fig.show(renderer="iframe")
Input [12]:
muertes2023=pd.read_excel
(

rutat+"final_death.xlsx",
parse_dates=True, sheet_name='death_2023'

)
Input [13]: muertes2023
Anexo 24, Capitulo 4
Input [1]: import plotly.express as px

# Construct the graph and style it. Further customize your graph
by editing this code.

# See Plotly Documentation for help:
https://plotly.com/python/plotly—express/

Input [2]:
fig = px.bar(
muertes2021, x='Ciudades', y='Cantidad_muerts', color='Meses'
)
Input [3]: fig.update_layout(
title='Transmision Covid-19',
xaxis = dict(
title='Ciudades’',
showgrid=True,
rangeslider = dict(
visible=True,

thickness=0.05

),

yaxis = dict(
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title='Infecciones Respiratoria’,
showgrid=True
),
legend = dict(
orientation='v'
),
paper_bgcolor='#FFFFFF'
)

Input [4]:fig.show(renderer="iframe")
Anexo 25, Capitulo 4
Input [1]: import plotly.express as px

# Construct the graph and style it. Further customize your graph
by editing this code.

# See Plotly Documentation for help:
https://plotly.com/python/plotly—express/

Input [2]:
fig = px.bar(
muertes2022, x='Ciudades', y='Cantidad_muerts', color='Meses')
Input [3]: fig.update_layout(
title='Transmision Covid-19',
xaxis = dict(
title='Ciudades’',
showgrid=True,
rangeslider = dict(
visible=True,
thickness=0.05
)
),
yaxis = dict(
title='Infecciones Respiratoria',
showgrid=True
),
legend = dict(
orientation='v'

),
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paper_bgcolor="'#FFFFFF'

)
Input [d]: fig.show(renderer="iframe")
Anexo 26, Capitulo 4
Input [1]: import matplotlib.pyplot as plt
Input [2]: import seaborn as sns
Input [3]: import plotly
Input [4]: import plotly.express as px

# Construct the graph and style it. Further customize your graph by
editing this code.

# See Plotly Documentation for help:
https://plotly.com/python/plotly—-express/
Input [5]:

fig = px.box

(

death_2020, x='Ciudades',
y=['Variacion_muertes', 'Error_estandar',
'Promed_mensual'], color='Meses', points='outliers'
)
Input [6]: fig.update_layout(
title='Variante de muertes mensuales /Error Estandar 2020',
xaxis = dict(
title='Valor x Muertes',
showgrid=True,
rangeslider = dict(
visible=True,

thickness=0.05

),

yaxis = dict(
title='Ciudades"',
showgrid=True

),

legend = dict(

orientation='v'
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),
paper_bgcolor="'#FFFFFF'
)
Input [7]: fig.show(renderer="iframe")
Anexo 27, Capitulo 4.1
Input [1]: import pandas as pd
Input [2]:
ruta="C:\\Users\\carlo\\Documents\\TesisMaestria\\2023\\"
#index_col=0
Input[3]:

df2020=pd.read_excel(ruta+"naive_bayes.xlsx",
parse_dates=True,sheet_name='2020")

Input [d]: df2020.
Input [5]:

df2021=pd.read_excel(ruta+"naive_bayes.x1lsx",
parse_dates=True,sheet_name='2021")

Input [6]: df2021
Input [7]:
df2022=pd.read_excel(rut", parse_dates=True,sheet_name='2022"')
Input [8]: df2022.
Anexo 28, Capitulo 4.1
Input [1]: import pandas as pd
Input [2]: import numpy as np
Input [3]: import matplotlib.pyplot as plt
Input [4]: from matplotlib import colors
Input [5]: import seaborn as sb
%matplotlib inline
Input [6]: plt.rcParams['figure.figsize'] = (16, 9)
Input [7]: plt.style.use('ggplot')
Input [8]: from sklearn.model_selection import train_test_split
Input [9]: from sklearn.metrics import classification_report
Input [10]: from sklearn.metrics import confusion_matrix
Input [11]: from sklearn.naive_bayes import GaussianNB
Input [12]: from sklearn.feature_selection import SelectKBest

Input [13]:
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ruta="C:\\Users\\carlo\\Documents\\TesisMaestria\\2023\\"
#index_col=0

Input [14]:

dataframe =pd.read_excel

(

ruta+"comprar_alquilar.xlsx",
parse_dates=True,sheet_name='comprar_alquilar')

Input [15]: dataframe.head(200)

Anexo 29, Capitulo 4.1

Input [1]: print(dataframe.groupby('muerte').size())
Input [2]: dataframe.drop(['muerte'], axis=1).hist()
Input [3]: plt.show()

Anexo 30, Capitulo 4.1

Input [1]:

dataframe['epidemia']=(dataframe['muestrapert_acum']+dataframe['ter
ceram_clasificacion']+dataframe['segunda_muestra'])

Input [2]:

dataframe['signosalud']=dataframe['contagio_corporal']-
dataframe['inf_respiratoria’'l

Input [3]:

dataframe.drop(['muestrapert_acum', 'terceram_clasificacion', 'segund
a_muestra'], axis=1).head(10)

Anexo 31, Capitulo 4.1

Input [1]: colormap = plt.cm.viridis

Input [2]: plt.figure(figsize=(12,12))

Input [3]:

plt.title('Pearson Correlation of Features',6 y=1.05, size=15)
Input [4]:

sb.heatmap

(reduced.astype(float).corr(),linewidths=0.1,vmax=1.0, square=True,
cmap=colormap, linecolor='white', annot=True).

Anexo 32, Capitulo 4.1

Input [1]: X=dataframe.drop(['muerte'], axis=1)
Input [2]: y=dataframe['muerte']

Input [3]: best=SelectKBest(k=5)

Input [4]: X_new = best.fit_transform(X, y)
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Input [5]: X_new.shape

Input [6]: selected = best.get_support(indices=True)
Input [7]: print(X.columns[selected])

Anexo 33, Capitulo 4.1

Input [1]: tures =X.columns[selected]

Input [2]: colormap = plt.cm.viridis

Input [3]: plt.figure(figsize=(12,12))

Input [d4]: plt.title('Pearson Correlation of Features',
y=1.05, size=15)

Input [5]:
sb.heatmap(
dataframe[used_features].astype(float).corr(),linewidths=0.1,

vmax=1.0, square=True, cmap=colormap, Llinecolor='white',
annot=True
)

Anexo 34. Capitulo 4.1
Input [1]:

sb.pairplot(dataframe,
hue="muerte',size=U,vars=used_features,kind="'scatter').

Anexo 35, Capitulo 4.1
Input [1]:used_features2 =[

"muestra_apertura",

"signosalud"

]

Input [1]: X=dataframe[used_features2].values
Input [2]: y=dataframe["muerte"]
Input [3]: fig, ax = plt.subplots()
Input [4]: ax.scatter(X[:,0], X[:,1], c=y, s=50, cmap='RdBu')
Input [5]: ax.set_title('Naive Bayes Model', size=14)
Input [6]: xLlim

(2000, 9000)

Input [7]: ylim = (100000, 700000)

Input [8]: xg = np.linspace(xlim[@], x1im[1], 40)
Input [9]: yg = np.linspace(ylim[0], ylim[1], 30)
Input [10]: xx, yy = np.meshgrid(xg, yg)

Input [11]: Xgrid = np.vstack([xx.ravel(), yy.ravel()1).T
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Input [12]: for label, color in enumerate
(['red', 'blue']):
mask = (y == label)
mu, std = X[mask].mean(0®), X[mask].std(®)
P = np.exp(-0.5 * (Xgrid - mu) ** 2 / std *x 2).prod(1)
Pm = np.ma.masked_array(P, P < 0.03)
ax.pcolorfast(xg, yg, Pm.reshape(xx.shape), alpha=0.5,
cmap=color.title() + 's')
ax.contour(xx, yy, P.reshape(xx.shape),
levels=[0.01, 0.1, 0.5, 0.9],
colors=color, alpha=0.2)
input [13]: ax.set(xlim=x1im, ylim=ylim)
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